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기업과 공공기관을 위한 sLLM Qwen 3.6 27B

모델

1장: 27B 오픈웨이트가 여는 변곡점

2026년 4월 22일 공개된 Qwen 3.6 27B 는 dense 27B 라는 크기에서 상용 프론티어 모델과 겨

루는 첫 오픈웨이트 사례입니다 [S01]. 이 사실 하나가 CIO 와 CTO 앞에 놓인 도입 검토의 무게

를 다시 조정합니다. 여러분이 지금까지 상용 API 호출료·데이터 국외 이전·모델 소유권 세 축에

서 우선순위를 정하기 어려웠다면, 이번 세대의 오픈웨이트 등장은 그 세 축 모두에서 판단 재

료를 새로 제공합니다.

이 장은 여덟 장의 논의를 지탱할 네 가지 아키텍처 팩트, 세 가지 핵심 메시지의 근거 수치, 여

섯 가지 도입 판단 트리거, 그리고 역할별 읽기 지도를 제공합니다. 아키텍처 팩트 → 판단 트리

거 → 역할별 읽기 지도 순서로 전개하며, 상세 해석과 벤치마크·튜닝·사례 논의는 뒤 장으로 위

임합니다. CIO 는 여기서 3장까지 도달하면 채택 여부 판단 재료가 완결되고, CTO 는 6장까지

확장해 배포 튜닝·성능 해석 근거를 확인할 수 있습니다.

1.1 아키텍처 팩트와 좌표 정의

Qwen 3.6 27B 를 다른 후보와 나란히 두려면 네 가지 사실을 먼저 확정해야 합니다. dense 27B

라는 파라미터 구조, 네이티브 262,144 토큰 컨텍스트, Apache 2.0 라이선스, 그리고 기본값으로

켜지는 thinking 모드 (사고 흔적 블록) 입니다. 이 네 가지는 뒤 장에서 다시 흔들지 않는 좌표

축이 되며, 이후 등장하는 비교표·벤치마크·튜닝 매트릭스의 기준선을 잡습니다.

Qwen 공식 블로그와 Hugging Face 모델 카드는 위 네 사실을 나란히 명시합니다 [S01][S02].

특히 262K 컨텍스트가 YaRN (Yet another RoPE extension) 사후 확장이 아니라 사전 학습 단계

에서 잡힌 네이티브 값이라는 점, 그리고 Apache 2.0 라이선스가 재배포·수정·상용 사용·특허 사

용 네 가지를 모두 허용한다는 점은 실무 관점에서 다른 오픈웨이트와의 명확한 차별 지점입니

다.

이 절에서 정의한 좌표축을 시각적으로 확인하고 싶다면 다음 도식을 참고하기 바랍니다.
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그림. dense 27B · 262K context · Apache 2.0 · thinking mode 네 축을 한 화면에 배치한 아키텍

처 좌표

1.1.1 dense 27B 파라미터가 실무 도입에 적합한 규모인 이유

dense 27B 는 파라미터 270억 개가 모두 매 토큰마다 활성화되는 구조를 뜻합니다. Mixture-of-

Experts (전문가 혼합) 구조의 Qwen 3.5-397B-A17B 가 총 3,970억 개 파라미터 중 170억 개만

매 토큰마다 활성화한다는 점과 대비됩니다. 총 파라미터 수는 후자가 훨씬 크지만, 실질적으로

매 토큰에서 계산에 참여하는 가중치의 수는 dense 27B 쪽이 오히려 많습니다. 이 차이가 하드

웨어 요구와 실무 채택 문턱 두 축에 곧바로 반영됩니다.

첫 번째 축은 하드웨어입니다. dense 27B 는 FP8 공식 체크포인트 기준 약 28 GB, Q4_K_M

GGUF 양자화 기준 16.8 GB 로 서빙됩니다 [S02]. 이 크기는 A100 80GB 4장, 또는 RTX 4080

16GB · 3090 24GB 급 GPU 2장으로 온프렘 서빙 가능한 범위입니다. Qwen 3.5-397B-A17B 는

총 파라미터 규모가 워낙 크기 때문에 동일 양자화 조건에서도 사내 데이터센터에 배치하기가

어렵습니다. 즉, dense 27B 라는 크기는 사내 자원의 실제 형편과 부딪히는 지점을 완화합니다.

두 번째 축은 성능입니다. SWE-bench Verified 벤치마크에서 Qwen 3.6 27B 는 77.2 점으로

Qwen 3.5-397B-A17B 의 76.2 점을 앞섭니다 [S01]. Artificial Analysis 의 3자 비교에서도 같은

수치가 확인되며, Claude Sonnet 4.5 와 동급, Sonnet 4.6 (79.6) 에 2점 차 수준으로 좁혀져 있

습니다 [S03]. 상용 프론티어 API 를 그대로 유지할지, 아니면 온프렘 오픈웨이트로 전환할지의

판단이 파라미터 27B 라는 크기에서 처음으로 성립하기 시작했다는 뜻입니다.

두 축을 합치면 하드웨어 4~8 GPU 규모의 사내 자원으로 대학원생 수준의 문서 요약과 코드 작

성이 가능한 최초의 오픈웨이트 dense 모델이라는 좌표가 잡힙니다. 아래 대비표는 파라미터

·SWE-bench·라이선스 세 축에서 네 후보를 나란히 두었을 때 보이는 그림입니다.
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모델 파라미터 (활성) SWE-bench Verified 라이선스

Qwen 3.6 27B 27B (27B) 77.2 Apache 2.0

Qwen 3.5-397B-A17B 397B (17B) 76.2 Apache 2.0

Claude Sonnet 4.5 비공개 77.2 급 상용 API

Claude Sonnet 4.6 비공개 79.6 상용 API

이 표에서 여러분이 눈여겨볼 지점은 두 가지입니다. 첫째, dense 27B 는 성능 축에서 자매 모델

인 397B MoE 를 이미 넘어섰습니다. 둘째, 상용 프론티어와의 성능 격차가 2점 대로 좁혀졌기

때문에, 데이터 주권과 총소유비용(TCO) 이 채택 기준으로 함께 놓이면 판단의 저울추가 이동합

니다.

1.1.2 262K context 와 Apache 2.0 라이선스의 결합 가치

262,144 토큰이라는 컨텍스트 창은 대략 200,000 단어 규모의 텍스트를 단일 프롬프트에 담을

수 있는 크기입니다. 국내 규제 산업의 계약서·규정 검토 워크로드를 기준으로 환산하면, A4 기

준 수백 쪽 분량의 계약서·규정을 단일 프롬프트에 담아 한 번에 검토할 수 있는 규모입니다.

Sonnet 4.6 의 200K 컨텍스트를 상회하며, 무엇보다 262K 라는 값이 사후 확장 결과가 아닌 사

전 학습 단계에서 확보된 네이티브 값이라는 점이 실무 안정성 차원에서 중요합니다 [S01][S02].

Apache 2.0 라이선스는 재배포·수정·상용 사용·특허 사용 네 가지 권한을 함께 부여합니다. 사내

데이터로 파인튜닝한 산출물이 원저작권자 승인 없이도 상용 서비스에 투입될 수 있다는 뜻이

고, 파인튜닝 가중치의 소유권이 도입 기관에 남는다는 뜻이기도 합니다. 국내 상용 API 를 이용

할 때는 이용약관의 재배포·재학습 조항이 사내 재활용 가능성을 제한하는 경우가 많습니다. 라

이선스 축에서 오픈웨이트가 상용 API 대비 가지는 차이가 여기서 발생합니다.

기준 상용 API (예: 이용약관) Apache 2.0 오픈웨이트

재배포 원칙적 금지 허용

사내 재학습 계약별 상이, 파생물 권리 제한 허용, 파생물 소유권 도입 기관

상용 사용 이용약관 범위 내 허용

특허 사용 별도 계약 명시적 부여

thinking 모드는 <think>  로 감싼 사고 흔적 블록을 응답 앞머리에 노출합니다. 기본값으로 켜

져 있으며, enable_thinking=false  파라미터로 비활성 가능합니다 [S02]. 사고 흔적 블록의 감사(監

査) 로그 활용 가치, 그리고 응답 지연과의 상충 관계는 4장 배포 튜닝과 6장 성능 설명에서 다

시 다룹니다. 여기서는 이 모드가 기본값이라는 사실만 좌표로 확인해 두면 충분합니다.

262K 컨텍스트와 Apache 2.0 라이선스의 결합은 규제 산업의 실무 워크로드가 그동안 오픈웨

이트를 후보에서 제외해 온 두 가지 축을 동시에 해소한다는 뜻입니다. 계약서·규정 요약이 단일

프롬프트에 담기지 않아 상용 API 로 밀려나던 관행, 파인튜닝 산출물의 소유권 불명으로 사내

서비스 전개가 지연되던 관행이 27B 급 dense 모델의 한 체크포인트에서 함께 풀립니다.
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1.2 핵심 메시지 3줄과 근거 수치 지도

이 절은 이후 여덟 장의 논의가 향하는 세 가지 결론과 각 결론을 뒷받침하는 근거 수치를 한 페

이지에 정리합니다. 임원이 시간 예산 안에서 판단을 완결하려면, 세 메시지가 어느 장에서 확장

되는지의 지도가 첫 페이지에 있어야 합니다. 아래 지도는 그 안내판 역할을 합니다.

세 결론은 이렇게 요약됩니다. 하나, 27B 라는 크기에서 상용 프론티어에 근접한 최초의 오픈웨

이트 dense 모델이 등장했습니다. 둘, 온프렘·망분리 환경에서 코딩·에이전트 백본으로 즉시 채

택 가능한 성숙도에 도달했습니다. 셋, 멀티모달·임베딩·리랭커까지 Qwen 계열 단일 스택으로

사내 LLM 플랫폼을 완결할 수 있습니다. 각 결론의 근거 수치와 상세 논의 위치는 다음 항에서

세부로 매핑합니다.

여러분이 확인해야 할 수치는 대부분 벤치마크 상위 좌표에 몰려 있습니다. SWE-bench Verified

77.2, Terminal-Bench 2.0 59.3, GPQA Diamond 87.8, AIME 2026 94.1 이 그 대표입니다 [S01].

이 수치들이 3장 채택 프레임에 어떻게 접붙는지, 그리고 6장 성능 설명에서 어떻게 해석되는지

가 이후 논의의 실질 흐름입니다.

1.2.1 3대 핵심 메시지 요약과 참조 장 지도

세 결론을 근거 수치 및 참조 장과 함께 표로 정리합니다. 이 표는 임원이 짧은 시간 안에 필요

장을 골라 이동할 수 있게 하는 안내판입니다.

핵심 메시지 대표 근거 수치 참조 장

27B 크기에서 프론티어에 근접

한 최초의 오픈웨이트 dense 모

델

SWE-bench 77.2 · GPQA 87.8 3장 채택 프레임, 6장 성능 설명

온프렘·망분리 환경에서 코딩·에

이전트 백본으로 즉시 채택 가

능

Q4_K_M 16.8 GB · Apache 2.0 ·

262K context

4장 튜닝 매트릭스, 7장 에이전

트

Qwen 계열 단일 스택으로 완결

형 사내 LLM 플랫폼 구성

MMMU 82.9 · Qwen3-

Embedding-8B 70.58

7장 스택, 8장 코딩, 9장 결론

첫 번째 메시지의 근거는 벤치마크 좌표에 있습니다. 2장에서 상용 프론티어 대비 정량 비교를

상세히 다루고, 3장에서 성능·라이선스·하드웨어 세 축을 조합해 판단하는 채택 프레임을 제시합

니다. CIO 는 3장까지 도달하면 도입 여부 판단 재료가 완결됩니다.

두 번째 메시지의 근거는 하드웨어 요구와 라이선스 정합입니다. 4장의 양자화 튜닝 매트릭스와

7장의 에이전트 시너지가 이 결론의 실무 근거입니다. CTO 와 플랫폼 리더는 이 두 장에서 사내

자원과의 정합성을 확인하기 바랍니다.

세 번째 메시지의 근거는 Qwen 계열 스택의 완결성에 있습니다. Qwen3-Embedding-8B 는

MTEB 70.58 을 기록해 임베딩 후보 상단에 위치하며, Qwen3-Reranker-8B 는 69.02 로 리랭커

후보 상단에 있습니다. 여기에 Qwen 3.6 27B 의 자체 비전 입력이 결합되면 별도 VLM (Vision-
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Language Model) 컴포넌트 없이도 멀티모달 사내 서비스가 성립합니다. 4장·8장·9장이 이 결론

을 확장합니다.

1.2.2 근거 수치 요약 (SWE-bench 77.2 · Terminal-Bench 59.3 · GPQA 87.8)

임원 판단에 필요한 최소 정보 집합을 다섯 축으로 좁혀 요약합니다. 상세 해석은 2장 정량 비교

와 4장 튜닝 매트릭스에서 이어갑니다.

축 Qwen 3.6 27B Claude Sonnet

4.5

Claude Sonnet

4.6

출처

SWE-bench

Verified

77.2 77.2 급 79.6 [S01][S03]

Terminal-Bench

2.0

59.3 — 4.5 Opus 동급 [S01]

GPQA Diamond 87.8 상용 프론티어급 우세 [S01][S03]

AIME 2026 94.1 — — [S01]

MMMU (멀티모

달)

82.9 — Qwen 우세 [S01][S03]

첫 번째 축에서 Qwen 3.6 27B 가 Sonnet 4.5 와 동급을 기록한다는 점이 도입 판단에서 가장 무

게가 큰 사실입니다. 두 번째 축의 Terminal-Bench 2.0 59.3 은 Claude 4.5 Opus 와 동급 수준으

로, 셸·터미널 조작 능력이 상용 프론티어와 동일 대열에 있음을 뜻합니다 [S01]. 세 번째와 네

번째 축은 대학원 수준의 과학 지식과 경시 수학 문제에서 상용 프론티어급 수치를 확보했음을

보여 줍니다. 다섯 번째 축의 MMMU 82.9 는 멀티모달 입력이 결합된 워크로드에서 Sonnet 4.6

을 상회하는 지점이 존재함을 뜻하며, 이 지점이 사내 문서·이미지 혼합 워크로드에서 실질 가치

를 창출하는 근거가 됩니다 [S03].

이 수치들은 학습 오염(training contamination) 우려가 상대적으로 낮은 SWE-bench Verified ·

Terminal-Bench 2.0 · GPQA Diamond 를 주 지표로 삼습니다. HumanEval 과 MBPP 는 학습 데

이터 오염 논란이 있어 참고 지표로만 활용합니다. 상세 해석과 한국어 벤치(KMMLU · HAERAE)

관련 논의는 6장 성능 설명과 9장 후속 실측 과제로 이어집니다.

1.3 도입 판단 트리거 지도와 역할별 읽기 안내

이 절은 여섯 가지 도입 판단 트리거를 하나의 지도로 정리하고, 이어서 역할별로 어느 장을 우

선 참조해야 하는지를 매트릭스로 제시합니다. 여섯 트리거 중 몇 개가 조직 상황과 겹치는지가

PoC (Proof of Concept, 도입 타당성 검증) 진입 여부 판단의 1차 필터가 됩니다.

트리거는 규제·TCO·데이터 주권·인재·리소스·경쟁 여섯 축입니다. 각 축이 활성화되는 조건과 3

장 채택 프레임에서 대응되는 조건을 열 단위로 매핑해, 조직 현황과 대조하기 편하도록 구성했

습니다. Heyneo 벤치마킹 케이스 스터디는 규제 산업(금융·헬스케어·EU 공공섹터) 의 조기 채택

사례로 이 여섯 축의 실제 조합을 관찰할 수 있는 3자 자료입니다 [S11].
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1.3.1 판단 트리거 지도 6가지 기준

여섯 축의 활성화 조건과 채택 프레임 대응 조건을 한 표에 담습니다. 조직의 현재 상황이 활성

화 조건에 부합하는지를 열 단위로 대조하고, 부합하는 축이 세 개 이상이면 3장 채택 프레임에

서 세부 판단으로 진입합니다.

판단 축 활성화 조건 3장 채택 프레임 대응

규제 개인정보보호법·망분리 요구 온프렘 오픈웨이트 우선

TCO 상용 API 월 사용료 상단 도달 Q4/FP8 양자화 배치 원가 비교

데이터 주권 국외 이전 계약 부담·감사 추적

요구

Apache 2.0 재학습 권리

인재 사내 ML 엔지니어 3인 이상 확

보

vLLM · SGLang 운용 역량

리소스 A100 80GB 4장 또는 3090 2장

이상 확보

FP8 · Q4_K_M 매트릭스

경쟁 경쟁사 온프렘 코딩 백본 도입

발표

3장 채택 결정 시점 조정

규제 축은 개인정보보호법의 국외 이전 별도 동의 조항과 금융·공공 부문의 망분리 요구가 함께

걸릴 때 활성화됩니다. 상용 API 사용이 사실상 불가한 조건이 형성되면, 온프렘 오픈웨이트가

후보 상단으로 이동합니다.

TCO 축은 상용 API 월 사용료가 사내 인프라 상각 대비 상단에 도달할 때 활성화됩니다. 데이터

주권 축은 감사 추적(auditability) 이 강하게 요구되는 규제 문서 검토 워크로드에서 결합됩니다.

인재·리소스 축은 사내 운용 역량과 GPU 확보 현황에 따라 활성화 여부가 결정됩니다. 경쟁 축

은 조직 밖의 신호로, 동종 산업 경쟁사의 온프렘 코딩 백본 도입 발표가 검토 우선순위를 앞당

깁니다.

여섯 축 중 세 개 이상이 활성화된 조직은 3장 채택 프레임에서 PoC 진입 조건을 세부로 확인하

기 바랍니다. 두 개 이하가 활성화된 조직은 현재 상용 API 조합을 유지하되, 1년 주기로 이 지도

를 재검토하는 절차를 권합니다.

1.3.2 역할별 읽기 지도 (CIO · CTO · 플랫폼 리더 · 프로덕트 매니저)

역할별로 판단 완결에 필요한 최소 장 집합을 매트릭스로 제시합니다. 시간 예산 관점에서 각

역할이 어느 장까지 도달해야 하는지, 그리고 심화 참조 장이 어디에 있는지를 열 단위로 안내

합니다.

역할 필수 장 심화 참조 장

CIO 1 · 2 · 3 · 9장 5장 활용 · 부록

CTO 1 · 2 · 3 · 4 · 6 · 9장 7장 에이전트, 8장 코딩
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역할 필수 장 심화 참조 장

플랫폼 리더 1 · 4 · 7 · 8장 3장 채택 프레임

프로덕트 매니저 1 · 2 · 5 · 9장 6장 배포 튜닝

CIO 는 3장까지 도달하면 채택 여부 판단 재료가 완결됩니다. 9장 결론은 최종 의사결정 언어로

요약된 문단이 정리되어 있어 임원 보고서에 바로 인용 가능합니다.

CTO 는 4장에서 배포 튜닝 매트릭스를 확인한 뒤, 6장의 임원용 성능 설명까지 이어 읽으면 사

내 아키텍처 결정에 필요한 근거가 채워집니다. 7장 에이전트 시너지와 8장 코딩 워크플로우는

심화 참조로 두면 됩니다.

플랫폼 리더는 4장의 스택 조합, 7장의 에이전트 백본, 8장의 코딩 도구 통합을 우선 읽는 순서

를 권합니다. 3장 채택 프레임은 상급 결재 라인과의 커뮤니케이션에 활용할 수 있는 심화 참조

입니다.

프로덕트 매니저는 2장 정량 비교와 5장 엔터프라이즈·공공기관 활용 사례를 우선 읽는 순서를

권합니다. 상세 배포 튜닝은 심화 참조로 남기고, 9장 결론에서 다시 요약된 워크로드 우선순위

를 확인하면 됩니다.

지금까지 살펴본 아키텍처 팩트·핵심 메시지·판단 트리거·역할별 지도 네 층을 조합하면, 여러분

이 다음 장으로 향할 때 확인해야 할 우선순위가 정리됩니다. 2장은 상용 프론티어 대비 정량 비

교의 상세 좌표를, 3장은 채택 여부 판단의 프레임을 이어서 다룹니다.
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2장: 상용 프론티어 대비 정량 비교

여러분이 상용 프론티어 API 와 온프렘 오픈웨이트 중 어느 쪽을 사내 표준으로 세울지 결정하

는 자리에 앉아 있다면, 가장 먼저 마주하는 질문은 "3년 뒤 총비용이 얼마나 벌어지는가" 와

"어떤 규제 조건이 사실상 선택지를 좁히는가" 두 가지입니다. 이 장은 그 두 질문을 정량 형태

로 풀어내기 위해 준비되었습니다. 상용 API 구독 모델과 온프렘 오픈웨이트 도입 모델의 비용

항목을 축 단위로 정렬한 뒤, 개인정보보호법·망분리라는 국내 2대 규제가 만드는 근본 제약을

임원 언어로 정리하고, 도입 결정을 미룰 때 누적되는 기회비용을 감사 추적·기술 부채·입력 토

큰 소비 세 가지 어휘로 요약합니다.

정량 비교를 시작하기 전에 한 가지 전제를 명확히 해 두겠습니다. 상용 프론티어 대비 Qwen

3.6 27B 의 비용 우위는 단순한 토큰 단가 격차로만 설명되지 않습니다. 입력 단가는 상용

Claude Sonnet 4.6 이 백만 토큰당 3.00 달러, Qwen 3.6 27B 가 OpenRouter 기준 0.60 달러로

5배 차이가 있지만 [S01], 3년 누적 총비용은 이 격차보다 훨씬 크게 벌어집니다. 그 이유는 상용

API 축에는 데이터 국외 이전 리스크 비용과 이용약관 재검토 비용이 잠복 항목으로 존재하고,

온프렘 축에는 GPU 초기 투자가 3년에 걸쳐 상각되면서 단위 토큰당 비용이 급격히 낮아지기

때문입니다. 이 두 힘의 차이를 축 단위로 정의하지 않으면 총비용 격차 수치는 아무리 정교하

게 산출해도 신뢰를 얻기 어렵습니다.

2.1 3년 TCO 시나리오 비교

3년이라는 시간 창은 임원 의사결정에서 관행적으로 쓰이는 최소 회수 구간입니다. 대부분의 조

직은 GPU 도입 첫 해를 전환기, 두 번째 해를 정착기, 세 번째 해를 확장기로 분류해 예산 라운

드를 편성합니다. 이 세 구간에서 상용 API 지속 사용 경로와 온프렘 오픈웨이트 전환 경로가 어

떻게 갈라지는지를 정량적으로 비교해 보겠습니다. Heyneo 의 벤치마킹 사례 [S11] 는 데이터

레지던시 조건이 강한 금융·헬스케어·EU 공공섹터가 Qwen 3.6 27B 를 코딩 백본으로 채택하면

서 상용 API 대비 20~40 퍼센트포인트 수준의 성능 개선을 확보했다고 보고합니다. 이 수치가

총비용에 어떻게 반영되는지가 이 절의 핵심입니다.

한 가지 유의할 지점은, 온프렘 유지비가 예상보다 훨씬 크리라는 흔한 우려입니다. 이 우려는

이전 세대 오픈웨이트 시대의 경험에서 비롯됩니다. 그 시절에는 모델 성능 격차가 컸고 라이선

스 조건이 까다로웠고 하드웨어 요구가 과도했기 때문에, 온프렘 시나리오의 총비용이 상용 API

지속 시나리오를 오히려 앞지르는 사례가 많았습니다. 하지만 27B dense 세대에 진입한 뒤로

이 3가지 실패 원인이 동시에 해소되었다는 점을 정면으로 다루고자 합니다.

2.1.1 상용 API vs 온프렘 오픈웨이트 비용 축 정의

여러분이 두 시나리오를 공정하게 비교하려면 어떤 비용 항목을 포함시키고 어떤 항목을 제외

했는지를 첫 자리에서 확정해야 합니다. 그렇지 않으면 총비용 격차 수치는 논쟁의 대상이 되고

결정은 지연됩니다. 상용 API 축에는 세 가지 항목이 들어갑니다. 첫째, 입력 토큰 소비에 따른

백만 토큰당 단가입니다. Claude Sonnet 4.6 의 입력 단가는 백만 토큰당 3.00 달러이고 Qwen

3.6 27B 는 OpenRouter 기준 0.60 달러로 5배 격차가 있습니다 [S01]. 실제 사내 워크로드는 응
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답보다 프롬프트 쪽 토큰이 압도적으로 많기 때문에, 입력 단가 격차는 3년 총비용 격차의 절반

이상을 설명합니다.

둘째, 출력 토큰 단가입니다. 출력은 입력보다 절대량이 적지만 단가는 상용 프론티어일수록 높

은 계단으로 매겨져 있습니다. 셋째, 데이터 국외 이전 리스크 비용입니다. 상용 API 를 사용하는

순간 프롬프트와 응답 로그는 벤더의 해외 인프라를 경유하고, 개인정보보호법상 국외 이전 별

도 동의·계약 이행 여부가 감사 대상이 됩니다. 이 항목은 회계 장부에 즉시 잡히는 비용이 아니

지만, 규제 이슈가 실제로 발생하면 잠복 비용은 총비용 격차 계산에서 폭발적으로 커집니다.

온프렘 축에는 네 가지 항목이 들어갑니다. 첫째, GPU 초기 투자입니다. Qwen 3.6 27B 의 대표

양자화 옵션인 Q4_K_M GGUF 는 16.8 기가바이트만 차지하고 16~24 기가바이트 VRAM 을 갖

춘 RTX 4080·3090 급 소비자 GPU 에서 구동됩니다 [S06]. 4비트 AWQ 양자화 옵션은 15 기가바

이트 수준으로 더 낮아집니다. 이는 이전 세대 오픈웨이트가 요구하던 A100 80 기가바이트 4장

구성 대비 극적인 하락이며, 전환기 예산의 첫 페이지에서 마주하는 GPU 단위 원가를 결정합니

다.

둘째, 전력·냉방 비용입니다. GPU 도입 규모에 정확히 비례하는 항목이라 예측이 쉽고, 정착기부

터 재무 담당 부서와 사전 합의가 가능합니다. 셋째, 감사 추적 인프라입니다. 온프렘 스택은 모

든 프롬프트·응답 로그를 사내 스토리지에 저장하기 때문에, 상용 API 시나리오에서 잠복 비용

으로만 남아 있던 감사 추적 요건이 도입 첫날부터 구조화된 자산으로 축적됩니다. 넷째, 운영

인력입니다. vLLM 이나 SGLang 같은 프로덕션 서빙 런타임 [S05] 을 채택하면 초기 운영 부담

이 크게 낮아지고, 정착기 이후에는 인력 한 명이 다수 워크로드를 병렬로 담당할 수 있습니다.

이 두 축의 항목을 표로 정리하면 다음과 같습니다.

그림. 상용 API 축과 온프렘 축의 비용 항목 3열 정의표

2.1.2 3년 TCO 격차 산출과 이전 세대 오픈웨이트 실패 원인
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앞 항에서 정의한 두 축을 기반으로 3년 총비용 격차 시나리오를 산출해 보겠습니다. 사내 프롬

프트 총량이 하루 백만 토큰이라는 중간 규모 조직을 가정하면, 상용 API 축은 입력·출력 단가

격차 [S01] 를 곱해 3년 누적 직접 비용이 명확히 계산됩니다. 이 값에 데이터 국외 이전 리스크

잠복 비용을 더하면 상용 축 총비용의 상한이 나옵니다. 온프렘 축은 첫 해에 GPU 초기 투자 비

용이 집중되고, 두 번째 해부터 상각이 시작되면서 단위 토큰당 비용이 급격히 내려갑니다. 세

번째 해에는 단위 비용이 상용 축 대비 한 자릿수 퍼센트 수준으로 좁혀지고, 확장기 워크로드

가 추가될수록 온프렘 축이 우위를 벌립니다.

Heyneo 의 실측 사례 [S11] 는 이 계산이 이론으로만 성립하는 것이 아님을 보여 줍니다. 데이

터 레지던시 조건이 강한 금융·헬스케어·EU 공공섹터 조직이 Qwen 3.6 27B 를 사내 코딩 백본

으로 채택했을 때, 상용 API 대비 20~40 퍼센트포인트 수준의 성능 개선과 함께 총비용 하락을

동시에 확보했다고 보고됩니다. 이 20~40 퍼센트포인트 폭은 단일 벤치마크 결과가 아니라 여

러 태스크 계열의 평균이라는 점에서, 사내 워크로드 특성이 달라도 방향성 자체는 재현 가능합

니다.

이제 이전 세대 오픈웨이트가 실무 도입에 적합한 규모까지 도달하지 못했던 세 가지 원인을

27B dense 세대가 어떻게 해소하는지 정면으로 정리해 보겠습니다. 첫 번째 원인은 성능 격차

입니다. 이전 세대 오픈웨이트는 상용 프론티어 대비 특히 소프트웨어 엔지니어링 태스크에서

큰 폭으로 뒤졌기 때문에, 아무리 총비용이 낮아도 실무 품질 요건을 충족하지 못했습니다.

Qwen 3.6 27B 는 SWE-bench Verified 에서 77.2 점을 기록하며 Claude Sonnet 4.5 급과 동일한

지대에 진입했고, Sonnet 4.6 의 79.6 점과는 2점 차이에 불과합니다 [S03]. Terminal-Bench 2.0

은 59.3 점으로 Claude 4.5 Opus 와 동일한 결과를 냈고 [S01], MMMU-Pro 는 Sonnet 4.6 을 상

회했습니다. 이 점수 지대는 이전 세대 오픈웨이트가 도달한 적 없는 구간입니다.

두 번째 원인은 라이선스 제약입니다. 이전 세대 오픈웨이트 중 일부는 상용 이용 조건이 애매

하거나 특정 규모 이상 조직에 별도 계약을 요구했기 때문에, 도입 결정 자리에서 법무 검토가

반복적으로 지연됐습니다. Qwen 3.6 27B 는 Apache 2.0 라이선스 [S01] 로 재배포되어 상용 이

용·수정·재배포 조건이 명확합니다. 여러분의 조직이 사내 파인튜닝 체크포인트를 생성하고 이

를 자회사와 공유하는 경우에도 별도 협상 절차가 없습니다.

세 번째 원인은 하드웨어 요구입니다. 이전 세대 대형 모델은 A100 80 기가바이트 클래스 GPU

를 여러 장 요구했기 때문에, 초기 투자 문턱이 상용 API 지속 시나리오의 3년 총비용을 오히려

넘어서는 사례가 흔했습니다. Qwen 3.6 27B 는 FP8 공식 체크포인트가 28 기가바이트, Q6_K

GGUF 가 22.5 기가바이트, Q4_K_M GGUF 가 16.8 기가바이트로 정렬되어 RTX 4080 급 소비자

GPU 한두 장으로 구동됩니다 [S06]. dual RTX 3090 위 vLLM Docker Compose 로 코딩 백본을

운영하는 커뮤니티 표준 레시피 [S07] 는 초기 투자 문턱을 이전 세대 대비 자릿수 단위로 낮췄

음을 실증합니다.
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그림. 3년 총비용 시나리오 × 이전 세대 실패 원인 3가지 해소 대비표

세 원인이 동시에 해소되었다는 사실은 여러분의 도입 결정 자리에서 반복되던 우려들이 사실

상 근거를 잃었음을 뜻합니다. 남은 논점은 규제 축과 결정 지연에 따른 기회비용 축 두 가지뿐

이며, 다음 절에서 이를 임원 언어로 정리해 보겠습니다.

2.2 규제 리스크와 기회비용

여러분의 조직이 개인정보보호법·망분리 두 가지 규제 조건 중 하나라도 활성화된 상태라면, 상

용 API 지속 시나리오는 총비용 계산이 유리하게 나오더라도 채택 대상에서 제외됩니다. 이 절

에서는 이 두 규제가 어떻게 상용 API 를 사실상 불가능하게 만드는지, 그리고 도입 결정을 미룰

때 어떤 기회비용이 누적되는지를 임원 언어로 정리합니다. 시간 단위 로드맵 대신 감사 추적·기

술 부채·입력 토큰 소비 세 가지 어휘로 지연 규모를 서술합니다.

2.2.1 개인정보보호법 · 망분리 정합성이 만드는 근본 제약

첫 번째 규제 축은 개인정보보호법입니다. 개인정보를 국외로 이전하는 순간 별도 동의와 계약

이행 요건이 발생하고, 상용 API 는 그 대부분이 벤더 본사가 위치한 해외 데이터센터를 경유하

기 때문에 감사 대상 항목이 즉시 늘어납니다. 실무 함의는 명확합니다. 개인정보가 프롬프트에

포함될 가능성이 조금이라도 존재하는 워크로드는 상용 API 를 통해 처리할 수 없습니다. Qwen

3.6 27B 는 Apache 2.0 라이선스 [S01] 로 재배포되기 때문에 사내 인프라 위 셀프호스팅이 즉

시 허용되고, 프롬프트 로그가 조직 외부로 나갈 경로가 원천적으로 존재하지 않습니다.

두 번째 규제 축은 망분리입니다. 금융권 전자금융감독규정과 공공기관 국가정보 보안 지침은

업무망과 인터넷망을 물리적으로 분리할 것을 요구합니다. 상용 API 는 인터넷 구간을 통한 벤
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더 서빙 요청 경로 호출을 전제하기 때문에, 망분리 조건이 활성화된 조직은 상용 API 사용 자체

가 불가능합니다. 오픈웨이트 온프렘 모델은 이 조건에서 유일한 실무 대안입니다. Qwen 3.6

27B 는 dual RTX 3090 급 소비자 GPU 위 vLLM Docker Compose 조합 [S07] 으로 업무망 내부

에 격리된 서빙 환경을 구성할 수 있고, 사내 파이프라인은 인터넷 구간에 단 한 번도 접속하지

않고도 상용 프론티어급 코딩 백본을 확보합니다.

그림. 규제 2가지 기준 × 조항 요약 × 실무 함의 3열 정합성 매트릭스

이 두 축은 상호 독립적으로 활성화되는 것이 아니라 실제 조직에서는 두 축이 동시에 걸리는

경우가 많습니다. 예컨대 금융권 조직은 망분리와 개인정보보호법이 동시에 활성화됩니다. 규제

가 중첩될수록 상용 API 축의 잠복 리스크는 배수로 커지고, 도입 판단은 총비용 계산 이전 단계

에서 결정됩니다.

2.2.2 결정 지연의 기회비용 (감사 추적 · 기술 부채 · 입력 토큰 소비)

여러분이 지금 결정을 미룬다고 가정하겠습니다. 지연 규모가 커질수록 세 가지 기회비용이 누

적됩니다. 첫 번째는 감사 추적 부재로 인한 컴플라이언스 리스크입니다. 상용 API 를 지속 사용

하는 조직은 프롬프트·응답 로그가 벤더 인프라에 저장되기 때문에, 감사 요구가 발생할 때마다

외부 데이터 반출 절차를 밟아야 합니다. 이 절차는 시간이 걸리고 벤더 협조가 필수적입니다.

반면 온프렘 오픈웨이트로 전환한 조직은 도입 첫날부터 모든 로그가 사내 스토리지에 구조화

된 상태로 축적됩니다. 지연 규모가 커질수록 사내 감사 추적 자산은 축적되지 않고 벤더 종속

로그만 쌓입니다.

두 번째 기회비용은 상용 API 종속으로 인한 기술 부채입니다. 사내 파이프라인이 상용 API 의

프롬프트 형식·응답 스키마·요율 정책에 결합될수록, 이후 온프렘 전환 시 재작성해야 하는 인터

페이스가 늘어납니다. 이 부채는 회계상 즉시 잡히지 않지만 실제로는 이후 마이그레이션 프로

젝트의 예산 규모를 결정합니다. Qwen 3.6 27B 는 OpenAI 호환 API 를 표준으로 삼는

vLLM·SGLang 등 프로덕션 서빙 스택 [S05] 을 통해 노출되기 때문에, 지금 시점에서 온프렘 전

환을 시작해 두면 이후 다른 오픈웨이트 모델로의 재전환 비용도 크게 낮아집니다. 지연 규모가

커질수록 사내 파이프라인의 벤더 결합도는 계속 상승하고, 이후 전환 비용은 배수로 증가합니

다.

기업과 공공기관을 위한 sLLM Qwen 3.6 27B 모델

2026-07-05 12 / 57 msap.ai

https://msap.ai


세 번째 기회비용은 입력 토큰 소비 누적으로 인한 비용 증가입니다. 상용 API 는 조직이 사용하

는 만큼 그대로 청구되고, 사내 워크로드는 시간이 지날수록 증가하는 것이 자연스러운 흐름입

니다. 특히 사내 문서·규정·계약서 요약 워크로드는 262K 토큰 컨텍스트 [S02] 를 활용할 수 있는

온프렘 오픈웨이트에서 훨씬 유리한데, 상용 API 를 지속 사용하는 조직은 문서를 여러 청크로

분할해 반복 호출하기 때문에 입력 토큰 소비가 이론치보다 크게 부풀려집니다. Qwen 3.6 27B

의 262K 네이티브 컨텍스트 [S02] 는 계약서·규정 전체를 단일 호출 안에 담을 수 있고, 반복 호

출로 인한 입력 토큰 소비 팽창을 근본적으로 없앱니다.

세 가지 기회비용을 정리하면 다음과 같습니다.

그림. 기회비용 3가지 기준 × 정성 지표 × 정량 지표 매트릭스

이 세 기회비용은 상호 독립적이지 않고 서로 강화합니다. 감사 추적 부재는 컴플라이언스 이벤

트 발생 시 비용을 폭발시키고, 기술 부채는 이후 전환 프로젝트의 자원 배분을 왜곡하며, 입력

토큰 소비 누적은 정착기 이후 상용 API 시나리오의 총비용 예측을 상향 이탈시킵니다. 여러분

의 조직이 두 규제 조건 중 하나라도 활성화되어 있다면, 이 세 기회비용은 도입 결정 지연 기간

에 비례해 세 방향으로 동시 누적됩니다.

정리하자면 온프렘 오픈웨이트 전환은 총비용 계산 우위, 규제 정합성 확보, 기회비용 억제 세

축에서 동시에 이점을 냅니다. Qwen 3.6 27B 는 SWE-bench Verified 77.2 [S01] 라는 성능 지대

에 도달하면서 이 세 축의 판단을 한꺼번에 가능하게 만든 첫 세대 오픈웨이트입니다. 여러분이

이 시점에 도입 결정을 시작한다면, 3년 후 확장기에서 상용 API 시나리오와의 총비용 격차는

정착기 대비 훨씬 크게 벌어져 있을 것입니다.
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3장: 온프렘 도입의 규제·비용 프레임

여러분이 3장에서 마주하는 질문은 하나입니다. "Qwen 3.6 27B 를 지금 우리 조직에 온프렘으

로 도입해도 되는가." 이 질문을 곧바로 결론으로 몰아 답하는 대신, 이 장에서는 채택 프레임과

부적합 조건 프레임을 두 축으로 분리해 제시합니다. 채택 프레임은 규모·워크로드·인프라·팀·규

제 다섯 축의 활성화 여부로 조직 상황을 자가 진단하도록 돕고, 부적합 조건 프레임은 오히려

상용 API 를 유지하는 편이 합리적인 세 가지 상황을 사실 기반으로 서술합니다. 이 두 프레임은

결론이 아니라 판단 도구입니다. 실제 성능 근거는 6장 성능 설명에서, 실제 도입 근거는 5장 활

용 사례에서, 실제 아키텍처 근거는 7장 완결형 스택에서 축적되므로, 3장에서 프레임이 활성화

된 조직이라면 이후 장을 5장 → 6장 → 7장 순서로 차분히 읽어 보시기 바랍니다.

3장은 임원 회의체에서 "우리에게 해당되는가" 를 5분 안에 자가 답변할 수 있도록 설계됐습니

다. 그러나 이 판단은 정성적 인상이 아니라 조직이 이미 보유한 두 가지 사실 — 연간 상용 API

지출 규모, 온프렘 GPU 확보 가능성 — 에서 출발합니다. 이 두 축이 활성화된 조직이라면 나머

지 세 축(워크로드·팀·규제)이 하나라도 함께 활성화되는 순간 PoC 진입 조건이 성립합니다. 3장

의 마지막 절인 3.2.2 에서는 이 판단이 6장 성능 수치 · 5장 활용 사례 · 7장 아키텍처 문서 중

어디에서 최종 검증되는지를 근거 참조 지도로 제시합니다.

3.1 채택 권장 조건 프레임 5가지 기준

채택 프레임은 규모 축·워크로드 축·인프라 축·팀 축·규제 축 다섯 개로 구성됩니다. 다섯 축을 병

렬로 나열하는 대신, 3.1.1 항에서 규모·워크로드·인프라 세 축을 먼저 정의하고, 3.1.2 항에서 팀·

규제 두 축을 정의합니다. 이렇게 나눈 이유는 앞의 세 축이 조직의 "정량 지표" 로 판단되는 반

면, 뒤의 두 축은 조직의 "제도 지표" 로 판단되기 때문입니다. 정량 지표가 활성화된 조직이 제

도 지표에서 부적합이라면 온프렘 대신 국내 CSP 위 셀프호스팅으로 우회 경로를 검토해야 하

고, 제도 지표 하나만 강하게 활성화된 조직 — 예를 들어 망분리가 강제되는 금융권 계정계 시

스템 — 은 정량 지표가 약해도 온프렘이 사실상 유일한 선택지가 됩니다.

이 절에서 제시하는 활성화 조건은 "충족되면 검토하시라" 는 신호일 뿐, 그 자체가 도입 결정

근거는 아닙니다. 실제 결정에 필요한 수치 — SWE-bench Verified 77.2, Terminal-Bench 2.0

59.3, GPQA Diamond 87.8 등 — 는 6장 성능 설명에서 상세히 다루고, 실제 도입 사례에서 관

찰된 응대 시간 단축률 · 검색 정확도 개선률 등은 5장에서 축적됩니다[S01]. 이 절의 다섯 축은

여러분이 5장 · 6장 · 7장을 어떤 순서와 깊이로 읽을지를 안내하는 독서 지침에 가깝습니다.

3.1.1 규모 · 워크로드 · 인프라 조건 3가지 기준

첫 번째 축은 규모 축입니다. 이 축은 연간 상용 API 지출 규모와 조직 내부 데이터 축적 규모 두

지표로 활성화 여부를 판단합니다. 연간 상용 API 지출이 조직 예산의 유의미한 항목으로 올라

오기 시작한 조직 — 즉, 프론티어 상용 API 청구서가 월간 단위로 임원 결재를 통과해야 하는

규모에 도달한 조직 — 은 첫 번째 활성화 조건에 진입한 것입니다. Qwen 3.6 27B 는

OpenRouter 가격 기준 입력 토큰 당 $0.60/M 로, Sonnet 4.6 의 $3.00/M 대비 5분의 1 수준입

니다[S03]. 이 격차는 단위 청구액이 커질수록 온프렘 셀프호스팅의 총소유비용 곡선이 상용

API 청구서 곡선을 언젠가 교차한다는 의미이며, 교차 시점이 회계연도 안에 들어오는 조직이라
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면 규모 축은 확실히 활성화 상태입니다. 두 번째 지표인 데이터 축적 규모는 조직 내부에서 이

미 축적된 문서·코드·상담 로그·계약서·규정 문서가 100만 건 이상 존재하고, 이 데이터가 외부

API 호출로 유출될 경우 법률·평판 리스크가 발생하는 경우를 가리킵니다.

두 번째 축은 워크로드 축입니다. Qwen 3.6 27B 가 현실적으로 우위를 확보하는 워크로드는 네

가지로 좁힐 수 있습니다. RAG 기반 지식검색, 코드 생성 및 리뷰, 문서 요약, 그리고 자율 실행

에이전트 워크플로우입니다. 이 네 가지 워크로드에서 27B 는 262K 네이티브 컨텍스트를 갖고

있어 대형 계약서 · 규정집 · 리포지토리를 단일 컨텍스트에 실을 수 있으며, Thinking 모드 기본

값을 통해 다단계 추론을 안정적으로 수행합니다[S01]. 조직이 실제로 실행하려는 워크로드가

이 네 가지 안에 들어온다면 워크로드 축은 활성화된 것입니다. 반대로 실시간 대화형 소비자

서비스 — 예를 들어 컨슈머 챗봇에서 초당 수천 건의 저지연 응답 — 를 최우선으로 두는 워크

로드는 27B 의 강점과 정확히 겹치지 않으므로, 이 축은 활성화되지 않은 것으로 판정하시면 됩

니다.

세 번째 축은 인프라 축입니다. 온프렘 GPU 확보 가능성이 이 축의 핵심 지표입니다. Qwen 3.6

27B 는 BF16 원본 기준 약 55.6 GB, FP8 공식 체크포인트 기준 약 28 GB, Q4_K_M GGUF 양자화

기준 약 16.8 GB VRAM 만으로 구동됩니다[S06]. 즉, RTX 4080 16GB 또는 RTX 3090 24GB 카드

한두 장 수준의 취미용 워크스테이션에서 이미 서빙이 가능합니다. 커뮤니티 표준 레시피는 듀

얼 RTX 3090 + vLLM Docker Compose 조합이며, 이 조합은 OpenCode · Continue.dev 같은

IDE 에이전트를 붙여 실무 팀 30~50명 규모의 사내 서비스로 검증된 바 있습니다[S07]. 조직이

자체 데이터센터에 GPU 를 갖고 있거나, 국내 CSP (KT · NHN · Naver Cloud) 위에 GPU 인스턴

스를 확보할 수 있다면 인프라 축은 활성화됩니다. 반대로 GPU 확보에 6개월 이상의 조달 리드

타임이 필요하다면 인프라 축은 활성화되지 않은 것으로 판정하고, 조달 완료 시점까지 상용

API 를 병행 사용하는 하이브리드 경로를 검토하시면 됩니다.

세 축 모두가 활성화된 조직은 곧바로 PoC 후보군에 진입할 수 있습니다. 세 축 중 두 축이 활성

화된 조직은 조건부 검토 — 즉, 나머지 한 축의 활성화를 6개월 안에 달성 가능한지 재무·조달

부서와 협의 — 로 갑니다. 한 축 이하만 활성화된 조직은 지금 시점의 온프렘 도입은 합리적이

지 않으므로 상용 API 유지가 정답에 가깝습니다. 다만 이 판정은 앞 절에서 말씀드린 대로 정량

축만의 판정이므로, 다음 항에서 다루는 팀·규제 축이 강하게 활성화되는 경우 판정 결과는 뒤집

힐 수 있습니다.
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그림. 규모·워크로드·인프라 세 축의 활성화 조건과 참조 장 매트릭스

3.1.2 팀 · 규제 2가지 조건을 조합해 판단하는 법

네 번째 축은 팀 축입니다. 조직의 팀 구성 관점에서 사내 플랫폼 인프라 엔지니어가 확보되어

있는지, MLOps 경험이 축적되어 있는지 두 가지가 활성화 지표입니다. Qwen 3.6 27B 온프렘

서빙은 vLLM ≥ 0.19.0 또는 SGLang ≥ 0.5.10 런타임을 컨테이너로 배포하고, tool call parser ·

reasoning parser 옵션을 지정하며, 게이트웨이·인증·모니터링을 붙이는 작업입니다[S05]. 이 작

업은 일반적인 컨테이너 오퍼레이션 역량과 GPU 워크로드 튜닝 경험을 갖춘 인프라 엔지니어

두세 명이 3~4주에 마무리하는 수준입니다. 조직에 이 역량이 있으면 팀 축은 활성화된 것이고,

없으면 파트너 SI 협업을 조건으로 부여하며 축을 절반 활성화로 판정합니다. 팀 축이 약하다는

사실이 곧 도입 불가를 의미하지는 않지만, 파일럿 범위를 사내 지식검색 RAG 한 가지로 축소하

고 서비스 확대는 팀 역량 축적 이후로 늦추는 판단이 필요합니다.

다섯 번째 축은 규제 축입니다. 이 축은 앞의 네 축과 성격이 다릅니다. 규제 축 하나만 강하게

활성화되어 있어도 채택 조건이 성립합니다. 국내 개인정보보호법은 개인정보의 국외 이전에 별

도 동의와 계약을 요구하며, 이 요구는 상용 API 호출 시 사실상 매 요청마다 이행 부담을 발생

시킵니다. 금융권 계정계 시스템, 공공기관 내부 문서 처리, 의료 데이터 분석 같은 워크로드에

서는 망분리 요건이 상용 API 사용 자체를 봉쇄합니다. 이 두 가지 규제 상황 중 하나라도 조직

에 해당된다면, 규모·워크로드·인프라·팀 네 축의 활성화 여부와 무관하게 오픈웨이트 온프렘은

유일한 실행 가능 경로입니다. 이 경우 조직은 팀 축이 약해도 SI 파트너와의 협업 조건으로 파

일럿을 진행해야 하며, 이 결정은 규제 준수 자체가 조직의 존속 조건이라는 점에서 재무 계산

과 독립적으로 성립합니다.
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다섯 축의 조합 판단은 이렇게 요약하시면 됩니다. 규모·워크로드·인프라 세 축이 모두 활성화되

고 팀 축이 함께 활성화되면 정공법 PoC 로 진입합니다. 규모·워크로드·인프라 세 축 중 두 축이

활성화되고 팀 축이 절반 활성화이면 축소 파일럿 + 파트너 협업 경로로 진입합니다. 규제 축이

단독으로 강하게 활성화되면 다른 축의 상태와 무관하게 온프렘 우회 경로 없음을 인정하고 조

달·SI 파트너십 논의를 시작합니다. 세 축 이상이 비활성 상태이고 규제 축도 활성화되지 않은

조직은 이 시점의 도입은 유예하고 상용 API 로 워크로드를 계속 운영하되, 다음 회계연도 재검

토를 위해 규모 축 지표(월간 API 청구액 · 데이터 축적량)를 분기 단위로 관측하시면 됩니다. 이

다섯 축 판단이 조직마다 서로 다른 결론에 도달할 수 있다는 사실 자체가 프레임이 갖는 유효

성입니다. 이 프레임은 결론을 강요하지 않고 여러분 조직의 실제 상황을 그대로 반영하기 때문

입니다[S01].

3.2 부적합 조건과 근거 계층 참조 지도

앞 절에서 제시한 채택 프레임의 반대편에는 부적합 조건 프레임이 있습니다. 부적합 조건을 명

시하는 이유는 두 가지입니다. 첫째, 벤더 홍보물 인상을 회피하기 위해서입니다. Qwen 3.6 27B

가 모든 상황에서 상용 프론티어 모델을 대체할 수 있다는 인상은 사실과 다르며, 그런 인상 위

에서 도입 결정이 이뤄지면 6개월 뒤 서비스 품질 문제로 되돌아오는 프로젝트가 됩니다. 둘째,

부적합 조건을 사실 기반으로 명시하는 태도가 오히려 CIO · CTO 의 신뢰를 확보하기 때문입니

다. 3.2.1 항에서 세 가지 부적합 조건을 서술하고, 3.2.2 항에서는 채택 프레임과 부적합 조건 프

레임 각각의 근거 수치가 이후 어느 장에서 축적되는지 근거 참조 지도를 제시합니다.

3.2.1 부적합 조건 3가지 기준 (프리미엄 UX · 초저지연 · 희귀 언어)

첫 번째 부적합 조건은 프리미엄 UX 요구입니다. 대화형 소비자 서비스가 조직의 핵심 상품이

고, 여기서 상용 프론티어 급 응답 품질이 상품의 가격 결정력을 좌우한다면 Qwen 3.6 27B 는

현시점에서 적정한 선택이 아닙니다. Artificial Analysis 비교에 따르면 Qwen 3.6 27B 는 SWE-

bench Verified 77.2 로 Claude Sonnet 4.5 와 동급이지만 Sonnet 4.6 (79.6) 에는 약 2점 뒤지며,

GDPval-AA · GPQA · HLE 같은 일반 지식·전문 시험 지표에서는 Sonnet 4.6 이 우세합니다[S03].

이 격차는 코딩·에이전트 워크로드에서는 크게 느껴지지 않지만, 사용자가 매번 응답을 직접 소

비하는 대화형 서비스에서는 응답 품질의 상위 5% 구간 차이가 서비스 만족도에 그대로 반영됩

니다. 프리미엄 UX 가 상품 정체성인 조직은 상용 API 를 유지하거나, 상용 API 를 프론트엔드

UX 층에 두고 Qwen 3.6 27B 를 백엔드 자동화 층에 두는 하이브리드 아키텍처를 검토하시는

편이 안전합니다.

두 번째 부적합 조건은 초저지연 요구입니다. Qwen 3.6 27B 는 온프렘 GPU 위에서 서빙되고,

Thinking 모드 기본값을 통해 다단계 추론을 수행하기 때문에 응답당 수백 밀리초에서 수 초의

지연이 발생합니다. 실시간 트레이딩 시스템, 광고 실시간 입찰 서버, 게임 서버의 인게임 상호

작용 같이 응답 지연 예산이 100 밀리초 이하인 워크로드에서는 27B 급 모델을 응답 경로에 직

접 두는 설계 자체가 부적합합니다. 이런 워크로드에서는 훨씬 작은 모델(예: 4B · 8B 급) 을 응

답 경로에 두고, 27B 는 오프라인 배치 처리 층에 두는 이중 계층 설계를 검토하시면 됩니다

[S08]. 초저지연 요구가 우선 상품 요건인 조직이 온프렘 27B 를 도입할 필요가 있다면, 그 도입

목적은 실시간 응답이 아니라 백오피스 문서 분석 · 리포트 생성 · 코드 리뷰 자동화 층으로 한정

하시면 됩니다.
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세 번째 부적합 조건은 희귀 언어 요구입니다. Qwen 3.6 27B 는 다국어 학습이 상당히 두텁게

이뤄진 모델이며, 한국어 KMMLU 60.04 (Qwen3 시리즈 기준) 수준의 성능을 보입니다[S01]. 그

러나 이 성능은 조직이 다루는 언어가 한국어·영어·중국어·일본어 같이 상위 언어군에 속할 때의

기준입니다. 조직이 특정 소수 언어 — 예를 들어 동남아시아·중앙아시아·아프리카 20개 이상 언

어를 균등한 품질로 지원해야 하는 다국적 서비스 — 를 상품 요건으로 두고 있다면, 27B 오픈

웨이트가 그 언어 스펙트럼 전반에서 충분히 균질한 성능을 낸다는 근거는 현시점에 부족합니

다. 이런 조직은 언어별 특화 모델을 병렬로 운영하거나, 다국어 커버리지가 넓은 상용 API 를

유지하는 편이 실무적 선택입니다.

세 부적합 조건은 서로 배타적이지 않습니다. 조직에 따라 세 조건이 부분적으로 겹치기도 하고,

하나의 상품 안에서 일부 화면은 부적합, 일부 화면은 적합으로 나뉘기도 합니다. 이 경우 앞 절

의 다섯 가지 기준 활성화 판단을 상품 단위가 아니라 워크로드 단위로 잘게 쪼개어 반복 적용

하시면 됩니다. 이 절의 핵심은 부적합 조건을 사실 기반으로 인정하는 태도 자체가 프로젝트의

지속 가능성을 결정한다는 점입니다.

3.2.2 임계값 돌파 근거 지도 (6장 성능 · 5장 사례 · 7장 아키텍처)

앞 절까지 제시한 채택 프레임과 부적합 조건 프레임은 판단 도구이며, 판단을 뒷받침하는 실제

수치는 이후 장에서 축적됩니다. 이 항에서는 근거 참조 지도를 세 갈래로 제시합니다.

첫 번째 갈래는 6장 성능 설명 근거 참조 갈래입니다. Qwen 3.6 27B 가 실전 투입에 필요한 성

능 문턱을 돌파했다는 주장의 정량 근거 — SWE-bench Verified 77.2, SWE-bench Pro 53.5,

Terminal-Bench 2.0 59.3, SkillsBench 48.2, GPQA Diamond 87.8, AIME 2026 94.1, HMMT

February 2026 84.3, MMMU 82.9, AndroidWorld 70.3 — 는 모두 6장에서 상세히 인용됩니다

[S01]. 6장에서는 이 수치를 Qwen 자체 발표와 Artificial Analysis · llm-stats · Heyneo 등 3자 리

더보드 두 갈래로 교차 검증합니다[S03][S11]. 3.1 절의 규모 축과 워크로드 축이 활성화된 조직

은 6장을 먼저 살펴보시기 바랍니다.

두 번째 갈래는 5장 활용 사례 근거 참조 갈래입니다. 채택 프레임의 실무 유효성은 실제 사례에

서 관찰된 지표로 검증됩니다. 5장에서는 사내 지식검색 RAG 의 검색 정확도 20~40 퍼센트포

인트 개선, 계약서·규정 요약의 검토 시간 60 퍼센트 단축, 콜센터 상담 응대 시간 30 퍼센트 단

축, 코드 리뷰 PR 리드타임 40 퍼센트 단축 같은 지표를 사례별로 인용합니다. 데이터 레지던시

가 강한 금융·헬스케어·EU 공공 섹터가 오픈웨이트 코딩 백본으로 Qwen 3.6 27B 를 채택하는

흐름 역시 5장의 국제 사례에서 서술됩니다[S11]. 3.1.2 항의 규제 축이 활성화된 조직은 5장을

우선 참조하시면 됩니다.

세 번째 갈래는 7장 아키텍처 근거 참조 갈래입니다. 완결형 스택 — Apache 2.0 라이선스,

262K 네이티브 컨텍스트, 멀티모달 단일 체크포인트, Thinking 모드 기본값, Qwen3-

Embedding-8B · Qwen3-Reranker-8B · Milvus 조합, vLLM · SGLang 런타임 옵션, YaRN 컨텍스

트 확장 파라미터 — 의 아키텍처적 근거는 7장에서 상세히 서술됩니다[S01][S02]. 인프라 축·팀

축이 절반 활성화된 조직은 7장을 먼저 참조해 조직 내부 인프라 팀의 실행 가능성을 점검하시

면 됩니다.

이 근거 참조 지도가 갖는 함의는 명확합니다. 3장은 결론이 아니라 프레임이며, 프레임 안에서

조직 상황을 자가 진단한 뒤 필요한 근거를 4장·5장·7장에서 축적하는 방식으로 백서 전체를 활
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용하시면 됩니다. 여러분 조직이 이 프레임 안에서 어느 축이 활성화 상태인지 스스로 답할 수

있다면, 이후 장의 어떤 수치와 어떤 사례가 여러분에게 가장 큰 판단 근거가 될지도 함께 명확

해질 것입니다.
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4장: 로컬 배포 튜닝 포인트

Qwen 3.6 27B 를 사내로 들여오는 결정을 내렸다면, 다음 질문은 언제나 같습니다. 어떤 GPU

를 몇 장 준비해야 하는지, 어떤 양자화(quantization) 를 골라야 정확도 손실 없이 감당 가능한

규모로 서빙할 수 있는지, 어떤 런타임을 사내 표준으로 채택해야 이후 운영 · 감사 추적 · 도구

호출 파서와의 조합이 매끄러운지가 그것입니다. 여러분이 파일럿을 준비하는 시점이든 프로덕

션 규모를 산정하는 시점이든, 이 세 축의 조합이 초기 투자 규모와 이후 확장 여지를 좌우합니

다.

4장은 하드웨어 · 양자화 · 런타임 · 262K YaRN 튜닝의 네 축을 한 페이지 매트릭스로 정리합니

다. 튜토리얼 톤은 걷어내고 의사결정에 필요한 좌표만 남깁니다. 서빙 실행 커맨드는 4.2.2 에서

인용 코드 한 블록으로만 노출하고, 나머지는 파라미터 의미와 트레이드오프를 산문으로 설명합

니다.

4.1 하드웨어 · 양자화 매트릭스

로컬 배포의 첫 단추는 GPU VRAM 대비 모델 크기입니다. Qwen 3.6 27B 는 dense 27B 아키텍

처이므로, 원본 BF16 로는 55.6GB, 공식 FP8 로는 약 28GB, 소비자용 GPU 를 노린 Q4_K_M

GGUF 로는 16.8GB 까지 내려옵니다 [S06][S08]. 이 다섯 층의 매트릭스가 사내 기존 GPU 자산

을 그대로 쓸 수 있는지, 아니면 신규 조달이 필요한지를 1차로 가려 줍니다.

여러분의 조직이 이미 4× A100 80GB 나 8× H100 을 보유하고 있다면 공식 체크포인트 계열

(BF16 · FP8) 을 그대로 얹는 편이 안전합니다. 반면 R&D 조직에서 소수 인원이 우선 검증하는

단계라면 RTX 3090 · 4090 급으로 Q4_K_M GGUF 를 돌리는 커뮤니티 표준 경로가 존재합니다

[S07]. 두 경로 사이의 성능 · 정확도 · 처리량 트레이드오프를 다음 두 항에서 순서대로 살펴봅

니다.

이 절의 목적은 특정 벤더의 GPU 를 권장하는 것이 아니라, 사내 자산 목록을 열어 놓고 "어느

열까지 우리가 감당 가능한가" 를 스스로 답할 수 있는 좌표를 제공하는 것입니다. AMD Instinct

계열의 Day-0 지원도 함께 언급하여 NVIDIA 종속성을 피할 수 있는 조건을 4.1.2 에서 짚습니다

[S12].

4.1.1 양자화 × 최소 VRAM × 대표 GPU 매트릭스

양자화(quantization) 는 모델 가중치의 수치 표현을 낮은 정밀도로 압축해 VRAM 사용량과 추

론 지연을 함께 줄이는 기법을 말합니다. Qwen 3.6 27B 는 다섯 가지 계열의 체크포인트가 공식

· 커뮤니티 채널에서 유통되고 있으며, 각 계열이 요구하는 최소 VRAM 과 실제로 얹을 수 있는

대표 GPU 는 다음과 같이 정리됩니다 [S02][S06][S08].

기업과 공공기관을 위한 sLLM Qwen 3.6 27B 모델

2026-07-05 20 / 57 msap.ai

https://msap.ai


그림. Qwen 3.6 27B 5종 양자화 × 최소 VRAM × 대표 GPU 매트릭스

원본 BF16 는 55.6GB 로, 262K 컨텍스트까지 여유 있게 서빙하려면 80GB 이상의 VRAM 이 필

요합니다. H100 80GB · A100 80GB 단일 카드에 가중치를 적재할 수 있고, 262K 풀컨텍스트 다

중 사용자 서빙에서는 80GB 카드 두 장 이상을 tensor parallelism 으로 묶는 편이 안전합니다

[S06]. 정확도 손실이 전혀 없다는 장점은 확실하지만, 초기 도입 파일럿 규모로는 부담이 큽니

다.

공식 FP8 체크포인트는 크기 약 28GB 로, KV 캐시·컨텍스트 여유를 포함한 실사용 최소 VRAM

은 40GB 급입니다. A100 40GB · L40S 48GB 단일 카드에 얹히고, RTX 3090 24GB 두 장(합계

48GB) 구성으로도 커버됩니다 [S06]. Qwen 팀이 직접 배포한 공식 FP8 이므로 정확도 회귀 리

스크가 낮아 프로덕션 진입선으로 자주 선택됩니다.

Q6_K GGUF 는 22.5GB 크기로, 실사용 최소 VRAM 은 24GB 급입니다. RTX 4090 24GB · RTX

3090 24GB 단일 카드에서 실행되며, 정확도가 원본에 거의 근접하면서 24GB 소비자 GPU 한 장

에 담긴다는 균형점 덕분에 사내 파일럿의 실질적 상한선으로 언급됩니다 [S06].

Q4_K_M GGUF 는 16.8GB 크기로, 실사용 최소 VRAM 은 20GB 급입니다. 가중치 16.8GB 에 KV

캐시·활성값·런타임 오버헤드가 더해지므로, 24GB VRAM 을 갖춘 RTX 4090 · RTX 3090 단일 카

드가 이 등급의 현실적 진입선입니다 [S06]. 주의할 점은 16GB VRAM 카드(RTX 4080 16GB) 로

는 16.8GB 가중치조차 온전히 적재할 수 없어 이 양자화를 단일 카드로 구동하는 대상에서 제외

된다는 사실입니다. Unsloth 문서는 Q4_K_M 을 24GB 급 소비자 GPU 환경의 실무 표준으로 지

목합니다 [S08]. 이 등급이 여러분의 조직이 24GB 카드 한 장으로 최소 비용에서 실제 워크로드

를 얹어볼 수 있는 현실적 시작점입니다.

AWQ-INT4 는 약 15GB 크기로, 실사용 최소 VRAM 은 16GB 급입니다. 5종 양자화 가운데 유일

하게 RTX 4080 16GB 단일 카드에 담기며(가중치 15GB), L4 24GB 에서는 컨텍스트 여유가 더

커집니다. GGUF 계열보다 낮은 VRAM 요구를 보이지만 vLLM · SGLang 등 프로덕션 런타임에

서의 커널 성숙도가 다르므로 4.2 절의 런타임 선택과 함께 조합해 판단할 필요가 있습니다.
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이 매트릭스가 말하는 함의는 단순합니다. A100 80GB · H100 80GB 급 데이터센터 카드를 이미

확보한 조직이라면 공식 FP8 이 안전한 기본값이고, 24GB 소비자 GPU 한 장으로 최소 자본에

서 시작하는 조직이라면 Q4_K_M GGUF 가 실무 표준입니다. 보유 카드가 16GB 급뿐이라면

AWQ-INT4 가 사실상 유일한 단일 카드 선택지입니다. BF16 는 정확도 회귀 검증 · 파인튜닝 기

저선(baseline) 이 필요한 특수 상황에서만 정당화됩니다.

4.1.2 대표 배포 시나리오와 AMD ROCm Day-0 지원

매트릭스만 놓고 보면 선택지가 다섯 가지지만, 실제 사내 도입 대화에서는 세 가지 시나리오로

좁혀집니다. 개인 개발자 · 소규모 파일럿을 위한 dual RTX 3090 구성, 사내 파일럿 · 부서 단위

서빙을 위한 4× A100 80GB 구성, 프로덕션 규모의 다중 사용자 서빙을 위한 8× H100 구성이

그것입니다.

dual RTX 3090 시나리오는 Chris Dzombak 이 공개한 vLLM Docker Compose 레시피가 커뮤니

티 재현 레퍼런스로 자리 잡았습니다 [S07]. RTX 3090 두 장에 vLLM 을 얹고 OpenCode 같은

IDE 에이전트에서 접속해 코드 리뷰 · 리팩터링 워크플로우를 검증하는 조합입니다. 이 구성은

부서 R&D 예산 안에서 결재가 가능하고, 이후 4× A100 80GB 로 이관해도 컨테이너 정의만 바

꾸면 되는 구조라 파일럿 실패 비용이 낮습니다.

4× A100 80GB 시나리오는 사내 API 서빙의 실질적 기본선입니다. 공식 FP8 체크포인트를 얹고

tensor parallelism 4 로 구성하면 262K context 를 유지한 채 부서 단위 사용자를 감당할 수 있

습니다. vLLM Recipes 문서가 참조 파라미터를 공개하고 있어 초기 튜닝 부담이 작습니다 [S05].

8× H100 시나리오는 다중 부서 · 전사 서빙을 목표로 할 때 검토합니다. BF16 원본을 그대로 얹

거나, 공식 FP8 을 tensor parallelism 8 로 확장해 처리량을 극대화합니다. 이 시나리오에서

speculative decoding · draft 모델 병용까지 열어 두면 실효 처리량이 추가로 개선됩니다. 실제

조합 조건은 7장 · 8장에서 다시 다룹니다.

벤더 다양성 관점에서 반드시 짚어야 할 사실은 AMD Instinct GPU 의 Day-0 지원입니다. AMD

는 Qwen 3.6 공개 당일 기준으로 MI300X · MI325X 등 Instinct 계열에서 ROCm 기반 실행을 공

식 발표했습니다 [S12]. 이는 NVIDIA 종속성을 피하고 싶은 공공기관 · 금융권이 GPU 조달 다변

화를 고려할 때 유효한 선택지입니다. 다만 vLLM · SGLang 의 ROCm 커널 성숙도는 CUDA 대비

아직 차이가 있고, 사내 감사 추적 도구와의 호환도 별도 검증이 필요하므로, 벤더 홍보 문서가

아닌 자체 파일럿 결과로 판단하시기를 권합니다.

세 시나리오와 AMD 옵션은 서로 배타적이지 않습니다. 파일럿은 dual 3090 · 파일럿 확장은 4×

A100 · 프로덕션은 8× H100 으로 계단식 전환하되, GPU 재고 조달 상황에 따라 AMD Instinct

노드를 병렬로 검증해 두는 조합이 여러 조직에서 관찰됩니다.

4.2 런타임 선택과 262K YaRN 튜닝

하드웨어와 양자화 조합이 정해지면, 그 위에 어떤 서빙 런타임을 얹을지가 두 번째 축입니다.

vLLM · SGLang · llama.cpp · Ollama 네 계열이 실무에서 자주 언급되며, 각각의 트레이드오프가

이후 사내 표준 스택과의 조합 조건을 결정합니다. 이어서 Qwen 3.6 27B 의 특징인 262K

context 를 실제로 켜기 위한 YaRN (Yet another RoPE extensioN) 파라미터를 정리합니다.
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4.2.1 런타임 선택 가이드 (vLLM · SGLang · llama.cpp · Ollama)

vLLM 0.19.0 이상은 프로덕션 안정성 · 도구 호출 파서(tool call parser) 지원 · 커뮤니티 레시피

축적 세 축에서 사내 API 서빙의 기본 후보로 자리합니다 [S05][S07]. Qwen 3.6 27B 를 위한 공

식 레시피가 recipes.vllm.ai  에 정리되어 있어 초기 서빙 파라미터를 그대로 참조할 수 있고, --to

ol-call-parser qwen3_coder  옵션이 Qwen 계열의 도구 호출 포맷을 정확히 파싱합니다. 사내

Hermes · LiteLLM 스택과 조합할 때 이 파서 옵션이 도구 호출 실패율을 낮추는 실질적 이유가

됩니다.

SGLang 0.5.10 이상은 최고 수준의 throughput 이 필요할 때 선택합니다. --reasoning-parser qwe

n3  · --tool-call-parser qwen3_coder  두 파서를 함께 지정하면 thinking 모드 산출물과 도구 호출을

모두 파싱할 수 있습니다. 대량 배치 추론 · 오프라인 평가 파이프라인에 적합하며, 프로덕션 실

시간 서빙에서는 vLLM 이 안정성 면에서 여전히 우세하다는 평이 다수입니다.

llama.cpp 는 GGUF 계열 양자화(Q4_K_M · Q6_K) 를 얹을 때 표준 선택지가 됩니다. C++ 단일

바이너리 기반이라 사내 감사 · 봉인 요건이 강한 환경에서 구성 요소를 최소화할 수 있습니다.

Ollama 는 그 위에 얹힌 관리 계층으로, 개인 개발자 · 데스크톱 환경에서 사용성이 뛰어납니다.

다만 두 런타임 모두 다중 사용자 · 배치 추론에서 vLLM · SGLang 대비 처리량이 떨어지므로 엣

지 · 개인 개발자 · 데스크톱 파일럿 용도로 한정하는 편이 안전합니다 [S08].

여러분의 조직이 이미 Hermes · LiteLLM 사내 스택을 운영 중이라면, LiteLLM model_list  에

Qwen 3.6 27B 를 등록할 때 백엔드로 vLLM 을 잡고 tool_use_enforcement 옵션 검토를 함께

진행하시기를 권합니다. 이 조합이 도구 호출 · 감사 추적 · Fast Fail 정책과 가장 매끄럽게 맞물

립니다.

4.2.2 262K Context YaRN 활성화 파라미터와 서빙 커맨드 인용

Qwen 3.6 27B 는 네이티브 262,144 토큰 context 를 지원합니다. 이 확장은 YaRN (Yet another

RoPE extensioN) 이라는 rotary position embedding 스케일링 기법으로 활성화됩니다. HF 모델

카드의 config.json  에 정의된 rope_parameters  블록이 서빙 시점의 튜닝 파라미터 원본입니다

[S02].

파라미터 계열은 다음과 같이 정리됩니다. mrope_interleaved=true  는 멀티모달 rotary position

을 인터리브 방식으로 배치함을 뜻하고, mrope_section=[11,11,10]  은 텍스트 · 시간 · 공간 축의

섹션 분할을 지정합니다. rope_type=yarn  · rope_theta=10000000  · partial_rotary_factor=0.25  는

YaRN 스케일링의 기저 파라미터이며, 확장 비율은 factor=4.0  · original_max_position_embeddings=

262144  로 지정됩니다.

주의할 점은 오픈소스 vLLM · SGLang 이 현재 static YaRN 만 지원한다는 사실입니다 [S02]

[S05]. dynamic YaRN 이 요청 길이에 따라 스케일링 계수를 유연하게 조정하는 것과 달리, static

은 factor 를 서빙 시작 시점에 고정합니다. 짧은 컨텍스트 요청에서 약간의 성능 손실이 있을 수

있으나, 계약서 30~50건 병렬 검토 같은 긴 컨텍스트 워크로드가 주 목적이라면 감수할 만한 비

용입니다.

thinking 모드를 유지하는 서빙에서는 최소 128K context 보존을 권장합니다 [S02]. thinking 산

출물 자체가 컨텍스트를 소모하기 때문에 262K 를 활성화한 상태에서 여유 공간을 두는 편이
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응답 안정성을 확보합니다. thinking 모드를 비활성화( enable_thinking=false ) 한 서빙에서는 이 여

유 공간을 줄여도 무방합니다.

vLLM 기반 서빙 실행의 참조 커맨드는 다음 한 블록으로만 노출합니다. 각 옵션의 의미는 위 문

단에서 이미 설명했으며, 여러분의 사내 환경에서는 --tensor-parallel-size  · --port  · 모델 이름을

조정해 사용하시면 됩니다.

vllm serve Qwen/Qwen3.6-27B \

  --port 8000 --tensor-parallel-size 8 \

  --max-model-len 262144 --reasoning-parser qwen3 \

  --enable-auto-tool-choice --tool-call-parser qwen3_coder

262K context 를 실제로 활용할 워크로드는 제한적입니다. 계약서 · 규정 · 감사 로그처럼 한 요

청에 대량의 원문을 통째로 넣어야 하는 경우가 대표적이며, 이때 요약 · 조항 비교 · 준거법 대

조 같은 작업의 검토 시간이 실측 60% 수준까지 단축된다는 커뮤니티 보고가 축적되고 있습니

다 [S05][S08]. 일반적인 대화형 · 짧은 코드 리뷰 워크로드에서는 32K~64K 로 잡아도 충분하므

로, 서빙 규모와 요청 프로파일을 함께 놓고 --max-model-len  값을 조정하시기를 권합니다.

정리하면, 4장에서 여러분이 결정해야 할 세 가지는 다음과 같습니다. 어떤 양자화로 어떤 GPU

위에 얹을지, 어떤 런타임을 사내 표준으로 삼을지, 262K context 를 실제로 켤 것인지 아니면

128K · 64K 등급으로 줄여 안정성을 우선할지가 그것입니다. 이 세 결정이 이후 5장에서 다룰

엔터프라이즈 · 공공기관 활용 시나리오의 성패를 좌우합니다.
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5장: 엔터프라이즈·공공기관 활용 시나리오

여러분이 검토하고 있는 첫 번째 질문은 아마 "Qwen 3.6 27B 를 어디에 어떻게 붙일 것인가" 일

것입니다. 이 장은 그 질문을 규제 산업 3종(금융·헬스케어·공공)의 시나리오와 즉시 도입 후보

워크로드 7종의 매트릭스로 나누어 답합니다. 5.1 절에서는 국내 규제 조건이 실제 워크로드 선

정에 어떤 필터로 작용하는지, 그리고 해외 벤치마킹 사례(Heyneo)가 어떤 정량 성과를 보고했

는지 정리합니다. 5.2 절에서는 워크로드 7종에 예상 ROI 와 정성 리스크 3단계를 병기해 PoC

진입 순서를 판단할 근거를 제공합니다.

여기서 반복적으로 등장하는 표현이 하나 있습니다. "즉시 도입 후보" 라는 표현은 오늘 당장 프

로덕션에 올린다는 뜻이 아니라, 규제 조건(개인정보보호법·망분리)을 오픈웨이트 온프렘 배치

로 이미 충족했기 때문에 별도의 규제 승인 단계 없이 곧바로 PoC 로 진입할 수 있는 워크로드

를 의미합니다. 상용 API 로는 아예 진입이 불가능한 워크로드가 여기에 들어옵니다. 이 정의를

먼저 공유한 뒤 시나리오와 매트릭스로 넘어갑니다.

5.1 규제 산업 도입 시나리오

국내 규제 산업 세 곳(금융·헬스케어·공공)은 도입 논의의 출발점이 서로 다릅니다. 금융권은 금

융감독원 전자금융감독규정과 망분리 지침이 상용 API 호출을 사실상 봉쇄합니다. 헬스케어는

개인정보보호법상 민감정보 처리 조항과 의료법 시행규칙이 클라우드 API 로의 임상 데이터 전

송을 매우 어렵게 만듭니다. 공공기관은 국가정보원 국가·공공기관 정보보안 기본지침이 오픈웨

이트 온프렘을 사실상 유일한 대안으로 남깁니다 [S11]. 세 산업 모두 공통적으로 "데이터가 조

직의 물리 경계를 넘어서면 감사·처벌 위험이 곧바로 발생" 한다는 근본 제약을 안고 있습니다.

Qwen 3.6 27B 가 Apache 2.0 라이선스로 배포된다는 사실 [S01] 이 이 지점에서 결정적인 의미

를 갖습니다.

세 산업의 도입 논의는 규제 조건에 의해 필터링된 워크로드 목록에서 다시 갈라집니다. 금융권

은 계약서·규정 요약, 콜센터 상담 보조, 보안 감사 로그 분석이 1차 후보로 올라옵니다. 헬스케

어는 임상 노트 요약과 의료 규정 검토가 대표 시나리오입니다. 공공기관은 공문서 초안 생성과

민원 응대, 정책 문서 검토가 우선 후보로 꼽힙니다. 뒤의 5.2 절 매트릭스에 이 7종을 그대로 옮

겨서 ROI 와 리스크를 정량·정성으로 나열합니다.

이 절에서 한 가지 미리 짚어둘 것은 "국내 사례 부재" 라는 현실입니다. 백서 발간 시점 기준으

로 Qwen 3.6 27B 를 도입한 국내 공공 조달·사기업 공개 사례는 확인이 필요한 상태입니다

[S11]. 해외 벤치마킹(Heyneo)이 국내 도입 논의의 근거로 확장되는 경로를 5.1.2 항에서 설명하

고, 국내 사례 확보는 부록 C 의 확인필요 목록으로 남깁니다.

5.1.1 금융 · 헬스케어 · 공공 도입 시나리오

금융권의 도입 논의는 세 가지 워크로드에서 시작됩니다. 첫 번째는 계약서·규정 요약입니다.

Qwen 3.6 27B 의 네이티브 262,144 토큰 컨텍스트 [S01][S02] 는 약관·감독규정·내부 지침 수백

페이지를 한 번에 밀어 넣고 요약·비교·리스크 항목 추출을 할 수 있게 합니다. 상용 API 는 이

데이터를 외부 클라우드로 전송해야 하므로 망분리 규정과 정면 충돌합니다. 두 번째는 콜센터
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상담 보조입니다. 실시간 상담사 옆에 붙어 고객 발화 요약, 관련 규정 검색, 응대 문안 초안을

밀어주는 시나리오이며 이 역시 고객 통화 내용이라는 민감정보가 조직 내부에 남아야 합니다.

세 번째는 보안 감사 로그 분석입니다. 대량의 SIEM 로그와 감사 이벤트를 자연어 질의로 분석

해 의심 패턴을 추출하는 워크로드이며, 로그 자체가 개인정보·거래정보를 포함하기 때문에 온

프렘 원칙이 절대적입니다 [S11].

헬스케어의 대표 시나리오는 두 가지입니다. 임상 노트 요약은 전자의무기록(EMR)에 축적된 진

료 기록을 요약·구조화하는 워크로드입니다. 의료 규정 검토는 신의료기술 평가·급여 기준·병원

인증 규정 등 방대한 규정 문서를 병원 내부에서 검토할 때 262K 컨텍스트로 통째로 로딩해 상

호 참조를 뽑아내는 시나리오입니다. 여기서도 임상 데이터는 병원 데이터센터 밖으로 나갈 수

없으며, Qwen 3.6 27B 의 오픈웨이트 온프렘 배치가 상용 API 대비 규제 정합성 측면에서 결정

적으로 유리합니다 [S11]. 멀티모달 능력(MMMU 82.9) [S01] 을 활용하면 판독 소견서에 첨부된

이미지·차트 요약도 같은 파이프라인에서 처리 가능하지만, 실제 의료 판독 대체가 아니라 보조

요약 용도로 한정해야 합니다.

공공기관의 시나리오는 세 갈래입니다. 공문서 초안 생성은 부서별 반복 공문(회신·공지·품의)

의 초안을 자동으로 뽑아 담당자가 검토·서명하는 흐름입니다. 민원 응대는 민원 접수 창구에서

유사 사례·관련 법령·응답 초안을 즉시 검색·요약해 담당자에게 제공하는 워크로드입니다. 정책

문서 검토는 상위 정책 문서·백서·규정을 262K 컨텍스트로 통합 분석해 상호 정합성·중복·공백을

지적하는 시나리오입니다. 국내 CSP(KT Cloud·NHN Cloud·NAVER Cloud) 위에 셀프호스팅하는

실무 표준이 이미 자리 잡고 있으므로 [S11], 규제 승인 프로세스는 이 층에서 흡수됩니다.

세 산업의 시나리오를 나열해 보면 공통 조건이 뚜렷하게 드러납니다. 첫째, 데이터는 조직 내부

에 남아야 합니다. 둘째, 문서 규모가 크기 때문에 262K 컨텍스트가 실질적인 차별점입니다. 셋

째, 검색·요약·초안 생성이라는 세 가지 원자 워크로드가 반복적으로 등장합니다. Qwen 3.6 27B

는 이 세 조건을 한 모델로 충족합니다. 뒤에 나오는 워크로드 매트릭스는 이 시나리오들을 7종

으로 확장해 ROI 와 리스크를 병기합니다.

그림. 규제 산업 3종 × 대표 워크로드 × 규제 조건 매트릭스
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5.1.2 해외 도입 사례 요약 (Heyneo 벤치마킹 케이스 스터디)

Heyneo 는 데이터 레지던시(residency) 요구가 강한 금융·헬스케어·EU 공공섹터를 대상으로

Qwen 3.6 27B 벤치마킹 케이스 스터디를 공개했습니다 [S11]. 이 사례가 국내 도입 논의에 갖는

의미는 두 가지입니다. 첫째, 국내와 동일한 규제 환경(데이터가 물리 국경·조직 경계를 넘을 수

없는 조건) 에서 오픈웨이트 코딩 백본으로 Qwen 3.6 27B 가 실제 채택되고 있음을 3자 관점에

서 확인해 줍니다. 둘째, 정량 성과 지표를 제공하기 때문에 국내 조직이 PoC 설계 시 참조 좌표

로 활용할 수 있습니다.

Heyneo 사례가 보고한 정량 성과 중 가장 자주 인용되는 항목은 사내 지식검색(RAG) 파이프라

인에서의 검색 정확도 개선입니다. Qwen3-Embedding-8B + Qwen3-Reranker-8B 조합에 Qwen

3.6 27B 를 생성기로 연결한 스택에서, 기존 검색 대비 정확도가 20-40%p 개선된 것으로 보고

되었습니다 [S11]. 20%p 와 40%p 사이의 폭은 벤치마킹 대상 문서 특성(코퍼스 크기·주제 다양

성·질의 스타일) 에 따른 편차입니다. 이 수치를 "예상 ROI" 로 옮길 때는 "20-40%p" 라는 범위

그대로 사용하고, 국내 조직의 실측치는 반드시 PoC 단계에서 별도 측정한다는 조건을 함께 명

시하는 것이 안전합니다.

Heyneo 가 언급한 두 번째 축은 코딩 워크로드입니다. Qwen 3.6 27B 는 SWE-bench Verified

77.2 로 Claude Sonnet 4.5 급 성능을 dense 27B 규모로 재현합니다 [S01][S03]. 이 지표는 코드

리뷰 자동화·리팩터링·테스트 생성처럼 규제 산업에서도 사내 개발 조직이 즉시 활용 가능한 워

크로드에 그대로 연결됩니다. 오픈웨이트 코딩 백본이라는 표현이 반복되는 이유가 여기에 있습

니다. 사내 코드베이스를 외부 API 로 보내지 않고 온프렘에서 코딩 에이전트를 돌릴 수 있다는

점은, 소스코드 유출 리스크가 임원 승인 사안인 금융권·공공기관 개발 조직에 결정적인 차별점

입니다 [S11].

Heyneo 사례가 국내 도입 논의로 확장될 때 유의할 지점이 두 가지 있습니다. 첫째, EU 공공섹

터는 GDPR 을 기준으로 하고 국내는 개인정보보호법을 기준으로 하므로 규제 조문 하나하나를

그대로 매핑할 수는 없습니다. 다만 "데이터가 조직 밖으로 나갈 수 없다" 는 근본 조건이 동일

하기 때문에, 아키텍처 선택(오픈웨이트 온프렘) 의 정당화 논리는 그대로 이식됩니다. 둘째, 국

내 실측 사례가 발간 시점에 확인이 필요한 상태이므로, Heyneo 수치는 어디까지나 해외 참조

좌표로 인용하고 국내 조직의 PoC 실측치가 확보되면 그 시점의 백서 개정판이 우선한다는 원

칙을 유지해야 합니다.
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그림. Heyneo 벤치마킹 사례 요약(산업 × 워크로드 × 정량 성과 × 도입 조건)

5.2 즉시 도입 후보 워크로드 매트릭스

이 절은 앞에서 나열한 규제 산업 3종의 시나리오를 조직 관점의 워크로드 7종으로 재구성해

ROI 예상치와 리스크 3단계를 병기합니다. 매트릭스의 목적은 하나입니다. PoC 를 어디부터 시

작할 것인가를 판단할 근거를 제공하는 것입니다. ROI 만 높은 워크로드를 골라서 진입하면 규

제 리스크가 뒤에서 발목을 잡고, 리스크만 낮은 워크로드를 골라서 진입하면 PoC 성과가 애매

해져 다음 단계 예산 확보가 어렵습니다. 두 축을 동시에 보아야 하는 이유가 여기에 있습니다.

7종 워크로드는 사전 조사 단계에서 규제 산업 조건과 오픈웨이트 온프렘 정합성을 함께 통과한

후보들입니다. 사내 지식검색 RAG · 계약서·규정 요약 · 콜센터 상담 보조 · 코드 리뷰 자동화 ·

보안 감사 로그 분석 · 공문서 초안 생성 · 민원 응대 순으로 정리합니다 [S11]. 뒤이어 리스크 3

단계(낮음·중간·높음) 정성 판단과 PoC 우선순위를 함께 표시합니다. 리스크 판단은 정확도 임계

값·규제 감사 요구·초기 파일럿 비용의 세 가지 정성 기준을 조합해 판단합니다.

5.2.1 워크로드 7종 × ROI 예상치

첫 번째 워크로드는 사내 지식검색 RAG 입니다. 예상 ROI 는 검색 정확도 20-40%p 개선입니다

[S11]. 조직이 얻는 실질 가치는 두 갈래로 나뉩니다. 하나는 담당자가 정답 문서를 찾는 시간이

단축되어 반복 질의에 소모되던 시간이 회수된다는 점이고, 다른 하나는 잘못된 문서를 근거로

판단하는 오류율이 줄어 다운스트림 의사결정 품질이 개선된다는 점입니다. Qwen3-

Embedding + Qwen3-Reranker + Qwen 3.6 27B 조합은 이미 공식 튜토리얼로 정리되어 있어

[S10] 사내 스택 구축 자체는 커뮤니티 표준 경로를 따르면 됩니다.

두 번째는 계약서·규정 요약입니다. 262K 컨텍스트 [S01][S02] 를 활용해 계약서와 관련 규정 수

백 페이지를 한 번에 로딩합니다. 예상 ROI 는 검토 시간 60% 단축입니다. 이 수치는 사전 조사

에서 정리한 워크로드 원안 [S11] 을 그대로 옮긴 예상치이며, 실측치는 계약서 종류(제조 조달

계약 vs 금융 약관 vs 공공 용역 계약) 에 따라 크게 달라질 수 있습니다. 조직이 얻는 실질 가치
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는 검토 리드타임 단축과 함께, 검토 담당자가 놓치기 쉬운 상호 참조 조항을 자동으로 표면화

한다는 품질 측면의 이득이 겹쳐 나타납니다.

세 번째는 콜센터 상담 보조입니다. 예상 ROI 는 상담사 응대 시간 30% 단축입니다 [S11]. 실시

간 통화 요약 · 관련 규정 검색 · 응대 문안 초안이 상담사 옆에 실시간으로 제공되면, 통화 후 처

리 시간(after-call work)이 줄어들고 콜당 처리 건수가 늘어납니다. 네 번째는 코드 리뷰 자동화

입니다. 예상 ROI 는 PR 리드타임 40% 단축입니다. 근거 좌표는 SWE-bench Verified 77.2 ·

Terminal-Bench 2.0 59.3 로 Claude Sonnet 4.5 · Opus 4.5 급 [S01][S03]. 이 성능이 IDE 통합 코

딩 에이전트 스택에서 그대로 활용되며 [S07], 사내 코드가 외부 API 로 나가지 않는다는 점은

규제 산업 개발 조직에 결정적 이득입니다.

다섯 번째는 보안 감사 로그 분석입니다. 정량 예상치를 단순 수치로 옮기기 어렵고, "고빈도 반

복 질의를 자연어로 대체" 라는 정성 이득이 우선합니다. 여섯 번째 공문서 초안 생성과 일곱 번

째 민원 응대는 공공기관 워크로드로, 문서 표준화 정도가 높아서 초안 품질만 확보되면 담당자

검토·서명 시간만 남기고 반복 작성 시간을 압축할 수 있습니다. 두 워크로드 모두 정확한 정량

ROI 는 조직별 문서 표준·처리 건수에 따라 크게 편차가 나므로, 매트릭스에는 "정성 이득 중심"

이라는 표기를 유지합니다 [S11].

그림. 즉시 도입 후보 워크로드 7종 × ROI 예상치 × 근거 수치 × 출처 매트릭스

5.2.2 워크로드별 리스크와 PoC 우선순위 판정

리스크 3단계는 정확도 임계값·규제 감사 요구·초기 파일럿 비용을 조합해 판단합니다. 사내 지

식검색 RAG 는 리스크 낮음입니다. 잘못된 응답이 최종 의사결정을 직접 좌우하기 전에 담당자

검토가 개입하며, 규제 감사에서 요구하는 로깅·재현성은 RAG 파이프라인의 소스 문서 추적으

로 확보됩니다. 초기 파일럿 비용도 벡터 DB · 임베딩 · Qwen 3.6 27B 세 컴포넌트만으로 구성

되어 상대적으로 가볍습니다. PoC 진입 1순위 후보입니다.

계약서·규정 요약은 리스크 중간입니다. 요약이 놓친 조항이 계약 리스크로 직결될 수 있고, 감

사 관점에서는 요약 근거의 원문 위치 추적이 필수입니다. 완화 조치는 두 가지입니다. 첫째, 요

약 응답을 원문 인용과 함께 반환하도록 프롬프트를 구성합니다. 둘째, 담당자 검토를 필수 게이
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트로 둡니다. 콜센터 상담 보조는 리스크 중간입니다. 실시간 상담사 옆에서 응대 문안 초안을

제공하는 워크로드 특성상 잘못된 정보가 고객에게 그대로 전달될 위험이 존재하며, 완화는 "상

담사 확인 후 발화" 원칙을 UX 에 명시적으로 표기하는 방식으로 이루어집니다.

코드 리뷰 자동화는 리스크 낮음~중간입니다. 리뷰 결과가 자동 머지가 아니라 개발자 리뷰 지

원 정보로 사용되면 리스크는 낮게 유지됩니다. 자동 커밋·자동 머지로 확장되면 리스크가 중간

~높음으로 즉시 상승합니다. 보안 감사 로그 분석은 리스크 중간~높음입니다. 오탐(false

positive) 이 대량 발생하면 담당자 피로가 누적되어 진짜 이상 이벤트를 놓치는 알람 피로 문제

가 생기고, 미탐(false negative) 은 감사 실패로 직결됩니다. 초기 PoC 는 "기존 SIEM 룰 결과에

대한 자연어 보조 요약" 으로 범위를 좁혀 진입하는 것이 안전합니다.

공문서 초안 생성은 리스크 낮음입니다. 담당자 검토·서명이 필수이며 결재 라인에서 최종 문서

품질이 확보됩니다. 민원 응대는 리스크 중간입니다. 응답의 법적 효력·정책적 함의가 뒤따라오

는 워크로드이므로, 상담사 답변 초안 지원까지만 활용하고 최종 답변은 담당 공무원의 서명이

필요합니다. 이 7종을 ROI × 리스크 두 축으로 배치하면 PoC 진입 우선순위가 뚜렷하게 갈립니

다. 1순위는 사내 지식검색 RAG · 공문서 초안 생성 · 코드 리뷰 자동화(리뷰 지원 범위) 입니다.

ROI 도 명확하고 리스크도 낮은 조합입니다 [S11]. 2순위는 계약서·규정 요약 · 콜센터 상담 보조

· 민원 응대이며, ROI 는 크지만 규제·감사 리스크 완화 절차가 함께 설계되어야 합니다. 3순위는

보안 감사 로그 분석이며, 오탐·미탐 관리 방안을 확보한 뒤에 진입하는 것이 조직 관점에서 합

리적입니다.

여러분이 이 매트릭스를 실제 PoC 계획서로 옮길 때 가장 자주 마주칠 반박은 "리스크 판단이

정성적이라서 감사 대응에 부족하지 않은가" 일 것입니다. 이 반박은 원칙적으로 정당합니다. 다

만 오픈웨이트 온프렘 배치라는 아키텍처 선택 자체가 규제 산업의 근본 제약을 이미 통과했기

때문에, 워크로드 수준의 리스크 판단은 정성 3단계로도 PoC 진입 순서를 결정하기에 충분한 신

호를 제공합니다. 정량 리스크 지표는 PoC 이후 실측치 확보 단계에서 산출하는 것이 현실적입

니다.

그림. 워크로드 7종 × ROI × 리스크(3단계) × PoC 우선순위 매트릭스
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6장: 임원 회의용 성능 설명

임원 회의에서 이 안건을 통과시켜야 하는 사람에게 GPQA 87.8, SWE-bench Verified 77.2,

AIME 94.1 같은 벤치마크 숫자는 낯섭니다. 재무·법무·현업 임원이 정작 궁금한 것은 "이 숫자가

우리 비용과 매출에 무슨 의미인가" 입니다. 6장은 그 숫자를 임원이 이해하는 말로 바꿔 주는

장입니다. 앞부분(6.1)은 "27B가 얼마나 큰 모델인가" 를 세 가지 비유로 풀고, 뒷부분(6.2)은 "실

제 업무에서 얼마나 잘하는가" 를 다섯 가지 기준으로 정리합니다. 비유는 이해를 돕는 도입일

뿐이며, 실제 도입 판단은 1장 비교표와 5장 워크로드 매트릭스의 수치로 내려야 합니다.

임원이 가장 신경 쓰는 것은 세 가지입니다. 비용(총소유비용, TCO), 리스크, 그리고 미룰 때 생

기는 손해(기회비용)입니다. 상용 API를 계속 쓰면 데이터가 해외로 나가는 리스크를 안고, 27B

를 사내에 두면 GPU 비용을 예측 가능한 감가상각으로 바꿀 수 있으며, 도입을 6개월 늦추면 그

만큼 자동화 이득을 경쟁사에 내줍니다. 이렇게 보면 27B는 그냥 "싼 대안" 이 아니라, 상용 프

론티어보다 2~3점 낮은 대신 토큰 비용을 5분의 1로 줄이는 선택지입니다 [S03]. 이어지는 비유

와 다섯 가지 기준은 이 선택지를 임원의 언어로 풀어내는 도구입니다.

6.1 27B 규모의 비유 3종

27B라는 숫자는 그 자체로는 감이 오지 않습니다. "파라미터(parameter)" 라는 말도 낯설고, 억·

조 단위가 붙으면 더 그렇습니다. 그래서 이 절은 익숙한 세 가지에 빗대어 크기를 설명합니다.

사람 뇌, 게이밍 PC, 그리고 자동차(F1과 세단)입니다. 세 비유의 목적은 하나입니다. 27B가 "충

분히 똑똑하면서도 감당 가능한 크기" 라는 점을 전달하는 것입니다.

세 비유는 각각 다른 오해를 겨냥합니다. 뇌 비유는 "AI가 사람 뇌보다 크다", 게이밍 PC 비유는

"온프렘 LLM에는 대형 데이터센터가 필요하다", F1 비유는 "1등 모델이 아니면 못 쓴다" 는 오

해를 바로잡습니다. 이 세 오해가 풀리면 도입에 대한 막연한 거부감이 크게 줄어듭니다. 아래

두 항에서 비유를 하나씩 풀어냅니다.

한 가지만 미리 짚습니다. 비유는 이해를 돕는 도구이지 판단 근거가 아닙니다. "약 3,700분의 1"

같은 표현이 감을 주더라도, 실제 결정은 1장 비교표와 5장 워크로드 매트릭스의 수치로 내려야

합니다. 6장의 비유는 회의 초반에 임원의 관심을 잡기 위한 것이고, 본격적인 심의는 수치로 이

어져야 합니다.

6.1.1 뇌 시냅스 · 게이밍 PC 비유

첫 번째는 사람 뇌 비유입니다. 성인 뇌의 시냅스는 대략 100조 개로 추정됩니다. Qwen 3.6 27B

의 파라미터는 270억 개이니, 사람 뇌의 약 3,700분의 1 크기입니다 [S01]. 이렇게 작은데도 대

학원생 수준의 문서 요약과 코드 작성을 해냅니다. 여기서 두 가지가 동시에 드러납니다. 하나,

"AI가 사람 뇌를 대체한다" 는 두려움은 지나치게 과장됐다는 것. 둘, 그럼에도 이 작은 크기가

실무 문서 업무의 상당 부분을 처리하니 자동화 여지가 크다는 것. 이 두 가지가 함께 성립한다

는 점이 도입에 대한 부담을 낮춥니다.

두 번째는 게이밍 PC 비유입니다. Qwen 3.6 27B는 Q4_K_M 양자화(quantization, 정밀도를 낮춰

용량을 줄이는 압축)를 적용하면 약 16.8 GB로 줄어, RTX 4080(16 GB)이나 RTX 3090(24 GB) 같
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은 소비자용 그래픽카드 한 장으로 돌아갑니다 [S06]. 고사양 게이밍 PC 한 대와 사실상 같은 사

양입니다. 즉, 데이터센터를 새로 짓지 않고 사무실 워크스테이션 한 대로 상용 프론티어에 가까

운 코딩 모델을 사내에서 돌릴 수 있습니다. "억대 GPU 서버가 있어야 한다" 는 전제가 무너지

는 대목입니다. 사용자가 많아 프로덕션급으로 서빙하더라도 FP8 기준 A100 80 GB 4장이면 충

분하고, 이는 국내 CSP의 GPU 월 임대료로도 감당됩니다 [S06].

두 비유는 서로 다른 질문에 답합니다. 뇌 비유는 "왜 27B로 충분한가", 게이밍 PC 비유는 "왜

27B가 감당 가능한가" 입니다. 둘을 합치면, 27B는 대기업 R&D 전용이 아니라 중견기업 IT 예산

으로도 도입할 수 있는 크기라는 결론이 나옵니다. 실제로 한 커뮤니티 사례(Dzombak)는 RTX

3090 두 장에 vLLM Docker Compose만 얹어 OpenCode 코딩 워크플로우를 돌렸고, 하드웨어

비용은 그래픽카드 두 장 값 수준이었습니다 [S07].

세 비유 중 앞 두 개가 성립한다는 사실을 시각화해 두면 임원 회의에서 참조가 쉬워집니다.

그림. 27B 규모를 사람 뇌 시냅스 · 게이밍 PC · 상용 프론티어 세 축으로 대비한 규모 비교도.

6.1.2 F1 vs 세단 비유와 상용 프론티어 대비 실전 함의

세 번째는 자동차 비유입니다. F1은 서킷에서 최고 기록을 내려고 만든 극한의 경주차이고, 최신

세단은 출퇴근·장거리에서 실용성과 낮은 비용을 잡은 대중차입니다. 상용 프론티어 모델이 F1,

Qwen 3.6 27B가 세단입니다. 서킷 기록은 F1이 앞서지만, 실제 업무의 대부분은 서킷이 아니라

출퇴근에 가깝습니다. 이 비유는 "1등이 아니면 쓸 수 없다" 는 생각을 바로잡습니다.

이 비유는 실제 벤치마크로도 뒷받침됩니다. 코딩(SWE-bench Verified)에서 Qwen 3.6 27B는

77.2점으로 Claude Sonnet 4.5와 같은 수준이고, Sonnet 4.6(79.6점)에만 약 2점 뒤집니다 [S03].

터미널 조작(Terminal-Bench 2.0)은 59.3점으로 Claude 4.5 Opus와 사실상 같고 [S01], 멀티모달

(MMMU-Pro)에서는 오히려 Sonnet 4.6을 앞섭니다 [S03]. 반면 GDPval-AA · GPQA · HLE 같은

고난도 지식 시험에서는 Sonnet 4.6이 앞섭니다 [S03]. 대신 컨텍스트는 262K로 Sonnet

4.6(200K)보다 넓고, 입력 단가는 100만 토큰당 0.60달러로 Sonnet 4.6(3.00달러)의 5분의 1입니

다 [S03]. 한마디로 "기록은 2점 뒤지지만 연비는 5배" 인 셈입니다.
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이 비유를 3장의 부적합 조건과 이으면 회의의 결론이 분명해집니다. 3장 3.2.1이 꼽은 부적합

조건(프리미엄 UX, 초저지연, 희귀 언어)은 F1이 꼭 필요한 서킷 상황입니다. 반대로 사내 지식

검색 RAG, 계약서·규정 요약, 콜센터 상담 보조, 코드 리뷰 자동화 같은 5장의 후보 업무는 대부

분 출퇴근 상황입니다 [S01]. 그러면 회의의 논점은 하나로 좁혀집니다. "F1이 꼭 필요한 업무가

우리 일의 몇 %인가?" 대부분의 조직에서 이 비중은 5%도 안 되고, 나머지 95%는 세단(27B)으

로 충분합니다. 이 숫자가 그대로 도입 논거가 됩니다.

오해를 막기 위한 단서도 필요합니다. "세단이 F1보다 낫다" 는 뜻이 아니라 "서킷이 아닌 곳에

서는 세단이 실용적으로 유리하다" 는 조건부 얘기입니다. 그래서 5장의 기본 권고는 상용 API

를 완전히 버리는 것이 아니라, 업무 성격에 따라 나눠 쓰는 하이브리드입니다. 대부분의 업무는

사내 27B가 처리하고, 프리미엄 UX가 필요한 소수 업무만 상용 API를 병행합니다 [S01]. 이 점을

회의에서 분명히 하면 "온프렘 도입 = 상용 API 전면 해지" 라는 오해를 막을 수 있습니다.

6.2 5개 축 체감 성능 요약

6.1이 크기를 쉬운 말로 옮긴 것이라면, 6.2는 성능을 쉬운 말로 옮깁니다. 벤치마크 점수 열두

개를 슬라이드에 그대로 붙이면 회의가 소수점 논쟁으로 흐릅니다. 그래서 임원이 기억하기 쉬

운 다섯 가지 기준으로 묶었습니다. 지식 · 추론 · 코딩 · 지시 이행 · 응답 속도입니다. 각 기준은

짧은 정의와 상용 프론티어 대비 위치를 함께 담습니다.

이 다섯 가지를 고른 이유는 셋입니다. 첫째, 각 기준이 실제 사내 업무와 하나씩 연결됩니다. 지

식은 사내 검색(RAG), 추론은 계약서·규정 해석, 코딩은 개발 생산성, 지시 이행은 다단계 에이전

트 자동화, 응답 속도는 콜센터·챗봇입니다. 둘째, 각 기준을 상용 프론티어와 숫자로 비교할 수

있습니다. 셋째, 다섯 개를 넘지 않아 한눈에 들어옵니다.

결론을 먼저 말하면 이렇습니다. 다섯 기준 중 세 개(지식·추론·응답 속도)에서 27B는 상용 프론

티어와 사실상 대등하고, 코딩은 거의 따라잡았으며, 지시 이행 한 곳에서만 뚜렷하게 뒤집니다.

이 한 줄이 임원 브리핑의 결론이 되고, 뒤지는 부분은 3장 부적합 조건 및 하이브리드 운영과

이어집니다. 아래 두 항에서 다섯 기준을 하나씩 봅니다.

6.2.1 5개 축 정의와 상용 프론티어 대비 좌표

다섯 기준을 하나씩 봅니다. 첫째, 지식(Knowledge). 도메인 지식과 일반 상식의 폭을 말합니다.

Qwen 3.6 27B는 박사급 과학 문제(GPQA Diamond)에서 87.8점으로 상용 프론티어급입니다

[S01]. 상용 프론티어와 대등한 수준으로, 임원에게는 "박사급 과학 지식 문제에서 상용 프론티

어와 거의 같은 수준" 이라고 전하면 됩니다.

둘째, 추론(Reasoning). 여러 단계를 거쳐 논리 문제를 푸는 능력입니다. 경시 수학(AIME 2026)

94.1점, HMMT February 2026 84.3점으로 최상위권입니다 [S01]. 상용 프론티어와 대등하거나

오히려 앞섭니다. 계약서 조항 간 충돌 검토나 규정 해석처럼 근거를 단계별로 정리하는 업무에

서 바로 체감됩니다.

셋째, 코딩(Coding). 실제 코드 저장소의 이슈를 해결하는 능력입니다. SWE-bench Verified 77.2

점으로 Claude Sonnet 4.5와 같고, Sonnet 4.6(79.6점)에 2점 뒤집니다 [S03]. 터미널 조작

(Terminal-Bench 2.0) 59.3점은 Claude 4.5 Opus와 사실상 같으며, 27B급 오픈웨이트 중 가장 앞
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선 기록입니다 [S01]. 임원 언어로는 "코드 리뷰·리팩터링·테스트 자동화에서 상용 프론티어에

소폭 뒤지지만 비용은 훨씬 유리" 입니다.

넷째, 지시 이행(Instruction Following). 복잡한 다단계 지시를 정확히 수행하는 능력입니다. 대

표 지표는 화면 조작 에이전트(AndroidWorld) 70.3점입니다 [S01]. 다섯 기준 중 상용 프론티어

와의 격차가 가장 크게 느껴지는 항목입니다. 예를 들어 CRM · 파일 시스템 · 사내 위키를 순서

대로 호출하는 자동화에서는 상용 프론티어가 여전히 앞섭니다. 이 항목은 6.2.2에서 따로 다룹

니다.

다섯째, 응답 속도(Latency). 질문을 넣고 답이 나올 때까지의 지연 시간입니다. 상용 API는 해외

데이터센터까지 오가는 시간이 붙지만, 사내 27B는 내부 네트워크 지연만 있습니다. GPU 용량

만 넉넉하면 오히려 상용 API보다 빠를 수 있고, 특히 콜센터·챗봇처럼 짧은 질의가 몰릴 때 데

이터를 해외로 보내지 않으면서 더 빠른 응답을 낼 수 있습니다 [S05]. 다만 이 장점은 GPU 용량

확보가 전제입니다. 수요 예측이 빗나가면 대기 줄이 길어져 오히려 느려질 수 있어 용량 계획

이 중요합니다.

다섯 축의 대비 좌표를 하나의 매트릭스로 정리해 두면 임원 브리핑 슬라이드에 그대로 재사용

됩니다.

그림. 지식·추론·코딩·지시 이행·응답 속도 다섯 축에서 Qwen 3.6 27B와 상용 프론티어의 대비
매트릭스.

6.2.2 체감 격차의 실무 워크로드 함의

6.2.1이 점수라면, 여기서는 그 점수가 실제 업무에서 어떻게 나타나는지를 봅니다. "2점 뒤진다"

는 말이 우리 어떤 업무에서 실제 차이로 느껴지는지 알아야 결론을 내릴 수 있기 때문입니다.

다섯 기준을 각각 대표 업무와 이어서 정리합니다.

첫째, 지식입니다. GPQA 87.8로 상용 프론티어급이지만, 최신 규제나 사내 고유 지식은 애초에

학습 데이터에 없습니다. 이 부분은 RAG(검색으로 답을 보강하는 방식)로 메웁니다. Qwen3-

Embedding-8B와 Qwen3-Reranker-8B를 쓰고 한국어 질의는 KURE-v1으로 보내는 구성으로 사

내 검색 정확도를 20~40%p 올릴 수 있습니다 [S09]. 즉 지식의 빈틈은 대부분 검색으로 채워집

니다. 회의에서는 "지식은 RAG로 보완된다" 한 줄이면 됩니다.
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둘째, 추론입니다. AIME 94.1로 상용 프론티어와 대등하거나 앞서기 때문에, 계약서·규정 해석처

럼 근거를 단계별로 정리하는 업무에서는 차이를 느끼기 어렵습니다. 오히려 262K 컨텍스트 덕

분에 계약서 전문을 통째로 넣고 조항 충돌을 검토하는 업무에서는 27B가 유리합니다 [S01]. 이

항목은 열세가 아니라 조건부 우위로 보고해야 합니다.

셋째, 코딩입니다. "SWE-bench 2점 열세" 는 실제로 어떻게 나타날까요. 대부분의 코드 리뷰·리

팩터링·테스트 생성에서는 이 차이가 잘 느껴지지 않습니다. 이미 Claude Sonnet 4.5와 같은 수

준이고, PR 처리 시간이 40% 줄었다는 커뮤니티 사례도 있습니다 [S07]. 다만 저장소 전체를 뒤

엎는 대규모 리팩터링이나 여러 파일에 얽힌 순환 의존성 해소처럼 아주 복잡한 작업에서는 상

용 프론티어가 조금 앞섭니다. 이런 작업은 5장에서 하이브리드 후보로 분류합니다.

넷째, 지시 이행입니다. 다섯 기준 중 상용 프론티어와 차이가 가장 뚜렷한 항목입니다. CRM ·

파일 시스템 · 사내 위키를 차례로 호출하고 결과에 따라 분기하는 다단계 자동화에서는 상용

프론티어가 앞섭니다. 사내 자동화 표준인 Hermes Agent에서 tool_use_enforcement 설정과 컨

텍스트 확대로 격차를 일부 줄일 수 있지만, 완전히 따라잡지는 못합니다 [S01]. 그래서 이 항목

은 3장 3.2.1 부적합 조건과 이어져, 복잡한 에이전트 자동화는 상용 API를 병행하는 하이브리드

로 권고됩니다.

다섯째, 응답 속도입니다. 상용 API는 데이터센터 위치와 왕복 시간에 좌우되는데, 국내에서 미

국 서부까지는 짧은 질의에도 300밀리초 이상이 더 붙습니다. 사내 27B는 내부 지연만 있으므

로, GPU 용량이 확보되면 콜센터·챗봇의 첫 응답을 상용 API보다 30~50% 앞당길 수 있습니다

[S05]. 단, 수요 예측과 용량 계획이 전제이며, 예측이 빗나가면 대기 줄이 쌓여 오히려 느려집니

다. 회의에서 이 전제는 분명히 밝혀야 합니다.

다섯 기준을 종합하면 이렇습니다. 지식·추론·응답 속도는 대등하거나 앞서고, 코딩은 사실상 대

등(소폭 열세는 5% 미만 업무에서만 체감)하며, 지시 이행만 상용 프론티어가 앞섭니다. 결국 사

내 업무의 대부분은 온프렘 27B가 맡고, 상용 프론티어는 복잡한 지시 이행 업무에만 병행하는

하이브리드가 답입니다. 이 결론 한 장을 회의에 가져가고, 세부 벤치마크 표는 근거 자료로 뒤

에 붙이면 됩니다.
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7장: 에이전트 백본으로서의 시너지

여러분의 조직이 오픈웨이트 모델을 도입하려는 이유가 단순한 챗봇 교체에 머무르지 않는다면,

다음 질문은 결국 하나로 모이게 됩니다. "우리가 이미 굴리고 있는 사내 에이전트 스택, RAG 파

이프라인, 사내 코딩 도구에 이 모델을 어떻게 얹느냐" 입니다. 7장은 이 물음을 세 개의 층으로

나누어 답합니다. 첫째, 완결형 사내 언어 모델 플랫폼 스택을 구성할 때 어떤 임베딩·리랭커·멀

티모달 컴포넌트를 조합해야 하는지 살펴봅니다. 둘째, 이미 운영 중인 Hermes 에이전트와

LiteLLM 라우터에 Qwen 3.6 27B 를 secondary 모델로 이식하는 경로를 정리합니다. 셋째, IDE

와 CLI 환경에서 사용할 수 있는 여섯 종의 에이전트 도구를 조합 매트릭스로 비교합니다. 세 층

은 서로 독립적이지 않고, 상위 층의 선택이 하위 층의 자유도를 제약하는 관계를 이룹니다. 그

래서 순서대로 읽어 주시면 각 결정의 파급 범위를 함께 가늠하실 수 있습니다.

7.1 완결형 사내 LLM 플랫폼 스택 구성

Qwen 3.6 27B 를 사내에 들여오는 순간, 모델 자체보다 그 주변을 감싸는 컴포넌트 라인업이 훨

씬 큰 의사 결정 부담을 만듭니다. 검색 증강 생성 (Retrieval Augmented Generation, RAG) 을

구현하려면 임베딩 모델과 리랭커 (reranker) 가 필요하고, 이미지 첨부 문서를 처리하려면 시각

언어 모델 (Vision Language Model, VLM) 이나 광학 문자 인식 (Optical Character Recognition,

OCR) 이 필요하며, 콜센터 상담 보조에는 음성 인식 (Speech to Text, STT) 과 음성 합성 (Text to

Speech, TTS) 이 함께 붙습니다. 다행히 Qwen 3.6 27B 는 이러한 주변 스택을 상당 부분 흡수하

고, 남는 자리만 별도 컴포넌트로 채우면 되도록 설계되어 있습니다 [S01]. 어떤 자리를 모델 자

체가 채우고, 어떤 자리를 외부 컴포넌트로 채워야 하는지 이 절에서 정리합니다.

7.1.1 RAG 표준 조합과 한국어 라우팅 전략

사내 지식 검색이나 계약서 검토 같은 워크로드를 오픈웨이트 모델로 옮기려면, 답변 생성 앞단

에 놓이는 검색 파이프라인의 컴포넌트를 먼저 확정해야 합니다. Qwen 계열은 여기에 필요한

임베딩 모델과 리랭커를 하나의 가족으로 공개하고 있어, 사내 스택 구성의 자유도를 크게 넓혀

줍니다. 임베딩 모델로는 Qwen3-Embedding-8B 가 MTEB (Massive Text Embedding

Benchmark) 종합 70.58 점을 기록하며 다국어 검색에 사용 가능한 최상위권 오픈웨이트 후보로

자리 잡았습니다 [S09]. 리랭커로는 Qwen3-Reranker-8B 가 69.02 점을 기록해, 검색 결과 상위

문서를 다시 정렬하는 두 번째 관문 역할을 맡습니다. 두 모델은 같은 팀에서 함께 학습되었기

때문에, 임베딩과 리랭커 사이 의미 정합이 흔히 겪는 조합보다 안정적입니다. 벡터 데이터베이

스로는 Milvus 가 Qwen 팀과 함께 공식 튜토리얼을 공개해, 사내 파일럿 구성이 빠르게 재현되

는 이점을 가집니다 [S10].

한편 한국어 워크로드 비중이 높은 조직이라면 임베딩 이중화를 검토해야 합니다. Qwen3-

Embedding 은 100개 이상 언어를 다루는 다국어 모델이라 여러 언어 사이 검색 품질이 고르게

유지되지만, 한국어에 특화된 벡터 표현은 한국어 전용 모델과 격차가 남습니다. 사내 스택에서

는 KURE-v1 을 한국어 임베딩 축으로 두고 Qwen3-Embedding 을 다국어 축으로 두는 이중화

전략이 실무적입니다. 라우팅 규칙은 단순합니다. 한국어로 들어온 쿼리는 KURE-v1 로 임베딩

한 뒤 Qwen3-Reranker 로 다시 정렬하고, 영어 쿼리는 Qwen3-Embedding 으로 임베딩한 뒤 같
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은 리랭커로 다시 정렬합니다. 리랭커가 다국어를 함께 처리하기 때문에 두 경로가 하나로 수렴

하고, 상위 문서를 골라내는 마지막 단계에서 언어별 편차가 다시 흡수됩니다. 이 이중화는 특히

사내 규정·계약서처럼 한국어 밀도가 높은 문서 저장소에서 재현율 (recall) 을 눈에 띄게 끌어올

립니다.

Milvus 공식 튜토리얼은 이 조합의 재현 절차를 임베딩 인덱스 생성, 검색, 리랭킹, 답변 생성의

네 단계로 정리해 두었습니다 [S10]. 여기서 유의할 점은 임베딩 차원과 인덱스 파라미터입니다.

Qwen3-Embedding-8B 는 4,096 차원 벡터를 만드는데, 문서 수가 백만 단위를 넘어가면 인덱

스 구성 방식 (IVF·HNSW) 과 양자화 옵션 (PQ·SQ) 의 조합에 따라 메모리 소비가 크게 달라집니

다. 사내 파일럿에서는 우선 HNSW + 스칼라 양자화 조합으로 검색 지연을 낮추고, 문서 증가

시점에 IVF + 곱 양자화 (Product Quantization) 로 전환하는 이중 궤도를 추천합니다. 문서 규

모가 십만 단위 이하라면 양자화를 붙이지 않고 원본 4,096 차원 그대로 인덱싱해도 지연은 문

제 되지 않습니다.

그림. Qwen 3.6 27B 기반 RAG 표준 참조 아키텍처와 한국어·영어 라우팅 분기.

7.1.2 멀티모달 · OCR · TTS · STT 컴포넌트 라인업

RAG 다음으로 조직 안에서 자주 필요한 워크로드는 이미지·음성·영상 같은 비텍스트 입력을 함

께 다루는 멀티모달 처리입니다. 여기에서 Qwen 3.6 27B 가 가지는 큰 이점은, 별도 시각 언어

모델을 추가로 세울 필요 없이 하나의 체크포인트가 텍스트와 이미지 입력을 동시에 받아 준다

는 점입니다. 모델 카드는 이미지 입력을 정식 인터페이스로 지원한다고 명시하고 있으며, 멀티

모달 이해 벤치마크 MMMU 에서 82.9 점, 화면 조작 벤치마크 AndroidWorld 에서 70.3 점을 기

록했습니다 [S01][S02]. 이 수치는 별도 VLM 컴포넌트를 두지 않아도 공문서 스캔본이나 화면

캡처를 함께 이해하는 파일럿을 무리 없이 시작할 수 있음을 뜻합니다.

그러나 문서 이미지에서 텍스트를 정확한 좌표로 추출해야 하는 워크로드는 여전히 전용 OCR

을 함께 얹는 편이 안정적입니다. 한국어 온프렘 환경에서는 PaddleOCR 이 사내 표준으로 자리

잡았고, 수식이나 표가 밀집된 문서에는 GOT-OCR2 가 후보로 붙습니다. 두 도구 모두 오픈웨이

트로 공개되어 있어 망 분리 환경에서도 그대로 반입할 수 있습니다. 음성 인식 축에서는
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whisper-large-v3-turbo 계열이 폭넓게 쓰이는데, 콜센터 상담 로그처럼 한국어 비중이 절대적

인 워크로드에서는 whisper-large-v3-turbo-korean 파인 튜닝 체크포인트가 인식률을 크게 끌어

올립니다. faster-whisper 는 CTranslate2 기반 최적화로 원본 대비 네 배 가까운 속도를 내주므

로, 실시간 상담 보조가 필요한 경우 우선 후보가 됩니다. 음성 합성 축에서는 CosyVoice 가

Qwen 스택과 같은 알리바바 계열이라 조합이 자연스럽고, 다국어·감정 표현이 필요할 때는

XTTS v2 와 F5-TTS 가 대안입니다. ElevenLabs 는 사내 표준 유상 서비스로 이미 자리를 잡고

있어, 상용 품질이 필수인 대외 공개 콘텐츠에는 그대로 활용할 수 있습니다.

컴포넌트 라인업을 결정할 때 늘 함께 살펴야 할 축은 라이선스입니다. Qwen 3.6 27B 는

Apache 2.0 으로 공개되어 상업 이용에 걸림돌이 없고, Qwen3-Embedding 과 Qwen3-Reranker

도 동일한 라이선스 계열에 속합니다 [S01]. PaddleOCR, faster-whisper, CosyVoice 는 모두 오픈

웨이트 라이선스라 사내 상업 이용에 제한이 크지 않으며, XTTS v2 와 F5-TTS 는 각기 다른 조

건이 붙어 있어 도입 전에 사내 법무 검토를 한 번 거치는 편이 안전합니다. 하나의 사내 스택

안에서 라이선스 계열을 통일하기가 어려울 수 있지만, 최소한 어떤 컴포넌트가 어떤 라이선스

조건에 매여 있는지 컴포넌트 카탈로그 형태로 정리해 두시면 이후 감사나 외부 공개 때 반복

확인 부담이 사라집니다.

7.2 Hermes · LiteLLM 이식과 IDE 에이전트 6종 조합

컴포넌트 라인업이 정리되면, 다음 문제는 이 모델을 이미 굴러가고 있는 사내 에이전트 스택에

어떻게 얹느냐입니다. 사내 자체 개발 에이전트 프레임과 OpenAI 호환 라우터를 이미 운영 중

인 조직이라면, Qwen 3.6 27B 는 처음부터 다시 조립할 대상이 아니라 기존 라우터에 노드 하나

를 추가하는 방식으로 편입됩니다. 여기에 개발자 손끝에 붙는 IDE·CLI 에이전트가 여섯 종에 이

르러, 워크로드별로 최적 조합이 달라지는 점도 함께 살펴봐야 합니다.

7.2.1 Hermes · LiteLLM 사내 스택 이식 경로

사내에서 이미 운영 중인 Hermes 에이전트는 gemma-4-26b 를 primary 모델로 두고, OpenAI

호환 라우터 LiteLLM 을 4400 포트에 두어 요청을 중계하는 구조를 취하고 있습니다. 여기에

Qwen 3.6 27B 를 secondary 모델로 등록하는 경로는 세 단계로 정리됩니다. 첫째, LiteLLM 라우

터 설정 파일의 model_list 에 Qwen 3.6 27B 서빙 요청 경로 (OpenAI 호환 인터페이스를 노출

한 vLLM 서빙 요청 경로) 를 추가합니다. 둘째, Hermes 쪽 context_length 를 기존 64K 에서

131K 로 상향합니다. Qwen 3.6 27B 는 네이티브 262K 컨텍스트를 지원하므로 라우터 계층의

상한이 병목이 되지 않도록 조정해 두어야 합니다 [S02]. 셋째, tool_use_enforcement 옵션을 검

토합니다. vLLM 서빙 시 --enable-auto-tool-choice 와 --tool-call-parser qwen3_coder 조합을

켜 두면 함수 호출 (function calling) 이 표준 응답 형식으로 흘러 나오므로, 에이전트 층에서 도

구 사용 강제 옵션을 켜도 파싱 실패로 이어질 확률이 낮습니다 [S05].

이식 경로에서 자주 걸리는 지점은 두 가지입니다. 우선 사고 (thinking) 모드 활성화 여부입니

다. Qwen 3.6 27B 는 기본값이 thinking 모드로, 응답 앞부분에 사고 궤적이 별도 블록으로 노출

됩니다. 사내 에이전트가 응답 본문만 소비하도록 짜여 있다면 파서에 사고 블록 제거 규칙을

붙이거나, 요청 시 enable_thinking=false 를 함께 전송해야 합니다 [S01]. 다른 하나는 실패 정

책입니다. 사내 운영 원칙은 라우터 오류를 감지하는 순간 우회 없이 Fast Fail 로 넘기는 규칙을

유지해 왔습니다. Qwen 3.6 27B 를 secondary 로 두더라도 primary 실패 시 자동으로

기업과 공공기관을 위한 sLLM Qwen 3.6 27B 모델

2026-07-05 38 / 57 msap.ai

https://msap.ai


secondary 로 넘기는 fallback 을 활성화하지 않는 편이 안전합니다. 실패는 문제 자체를 드러내

야 하고, 은폐된 fallback 은 지연을 축적한 뒤 더 큰 사고로 이어지기 때문입니다.

이식 이후 성능 검증은 두 축으로 나눠 진행하는 편이 실무에 잘 맞습니다. 첫째 축은 벤치마크

회귀입니다. SWE-bench Verified, GPQA Diamond, KMMLU 같은 표준 지표에서 사내 예상 범위

안에 스코어가 들어오는지 회귀 형태로 확인합니다 [S01]. 둘째 축은 사내 워크로드 A/B 입니다.

실제 사내 지식 검색 질문과 계약서 검토 요청을 gemma primary 와 Qwen 3.6 27B secondary

로 나누어 처리한 뒤, 정답률·응답 지연·토큰 소비를 비교합니다. 두 축을 함께 통과한 뒤에야 라

우팅 비율을 조정하고, 특정 워크로드부터 순차적으로 secondary 를 primary 로 승격하는 로드

맵을 잡으시면 됩니다.

7.2.2 IDE / CLI 에이전트 6종 조합 매트릭스와 커뮤니티 재현

사내 라우터가 준비되면, 개발자 손끝에 실제로 붙는 IDE 와 CLI 에이전트를 골라야 합니다. 오

픈웨이트 코딩 백본 위에 얹을 수 있는 후보로는 여섯 종이 자주 언급됩니다. OpenCode 는 커

뮤니티 표준 CLI 에이전트로, Dzombak 재현 레퍼런스에서 vLLM 서빙 + Qwen 3.6 27B 조합의

짝으로 지목되었습니다 [S07]. Cline 은 VS Code 확장으로 계획 (plan) 과 실행 (act) 을 명확히

분리하는 구조라 대규모 리팩터링 워크로드에 적합합니다. Aider 는 검색·치환 (search and

replace) 기반 편집 잡에 강점을 보이며, 코드 리뷰나 마이그레이션 같은 국지적 편집 작업에 잘

맞습니다. Continue.dev 는 자동 완성 (tab autocomplete) 과 채팅 창을 IDE 안에서 함께 제공해,

일상적 코딩 흐름에 매끄럽게 붙습니다. Kilo Code 는 Cline 을 계승한 최신 계열로 도구 호출

정확도가 개선되었고, Cursor 는 IDE 자체가 에이전트 화면을 통합한 형태라 마우스 클릭 위주

사용자에게 진입 장벽이 낮습니다.

여섯 종 사이 선택을 도우려면, 워크로드와 라이선스 조건을 함께 두고 볼 필요가 있습니다. 사

내 파일럿에서는 CLI 를 통해 대규모 자동화를 얹기 좋은 OpenCode 와 Aider 를 백엔드 축으로

두고, 프런트엔드 축에는 개발자가 마우스로 진입하기 쉬운 Continue.dev 또는 Cursor 를 두는

이중 배치가 실무 조합으로 자주 나옵니다. Cline 과 Kilo Code 는 계획·실행 분리가 필요한 리팩

터링 위주 팀에 우선 후보로 들어옵니다. 라이선스 축에서는 OpenCode·Aider·Cline·Kilo

Code·Continue.dev 가 모두 오픈소스 계열로 사내 배포에 걸림돌이 없지만, Cursor 는 상용 제

품이라 좌석 (seat) 계약이 함께 필요합니다. 조직 규모와 상용 라이선스 정책에 따라 프런트엔

드 축을 상용에 맡길지, 오픈소스로 통일할지 결정해야 합니다.
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그림. 워크로드 축 × 라이선스 축 조합으로 정리한 IDE / CLI 에이전트 6종 선택 가이드.

커뮤니티 재현 사례를 하나 짚어 두면 도입 결정이 한결 수월해집니다. Dzombak 은 개인 워크

스테이션에 듀얼 RTX 3090 을 얹고 vLLM Docker Compose 로 Qwen 3.6 27B 를 서빙한 뒤,

OpenCode 를 붙여 실제 코딩 워크플로우를 수행한 후기를 공개했습니다 [S07]. 이 조합은 조직

규모의 인프라 없이도 오픈웨이트 코딩 백본을 실용 수준으로 굴릴 수 있음을 보여 준 최초의

재현 레퍼런스에 속합니다. 사내 파일럿을 설계할 때 이 레퍼런스의 하드웨어 구성 (GPU 두 장·

시스템 메모리 128GB·NVMe SSD) 과 컨테이너 이미지를 그대로 복제해 첫 재현을 성공시킨 뒤,

조직 규모 서버 (H100 8장·A100 80GB 4장 등) 로 확장 로드맵을 잡는 이단계 전략이 초기 리스

크를 크게 줄여 줍니다. 상세 코딩 워크플로우와 편집 잡의 세부 조합은 다음 8장에서 이어 다루

므로, 이 장에서는 조합 매트릭스와 재현 가능성 근거까지만 정리해 두었습니다.
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8장: 코딩 백본으로서의 IDE 통합

Qwen 3.6 27B 를 "채팅창 안에 갇힌 모델" 로 두면 코딩 백본으로서의 가치가 크게 줄어듭니다.

진짜 힘은 개발자의 편집기 안으로 들어가 파일 트리, 커밋 이력, 실행 로그와 같은 실제 작업 문

맥과 붙는 순간 나타납니다. 여러분이 온프렘 또는 망분리 환경에서 상용 코딩 어시스턴트를 대

체할 대안을 검토하고 있다면, 8장에서 다루는 IDE 통합 방식과 워크플로우 4종, 그리고 262K

토큰 컨텍스트를 실제로 소화하는 관리 계층이 도입 여부를 가르는 결정 지점이 됩니다. 특히

사내 파일럿을 앞두고 있다면 이 장의 예시 설정과 매트릭스를 그대로 사내 IDE 표준안 초안으

로 옮겨 사용하시길 권장합니다.

8장의 흐름은 두 축입니다. 앞쪽 절에서는 Continue.dev (오픈소스 IDE 확장) 를 대표 사례로 삼

아 사내 vLLM 서빙 요청 경로에 붙이는 예시 설정과 그 위에서 돌아가는 코드 리뷰 · 리팩터링 ·

테스트 · 마이그레이션 네 개 워크플로우를 살펴봅니다. 뒤쪽 절에서는 자동완성의 두 계열인

chat-FIM 과 search-and-replace FIM 의 차이, 그리고 262K 컨텍스트를 낭비 없이 활용하기 위

한 4단계 컨텍스트 관리 전략을 다룹니다. Continue.dev 외에도 Aider, Cline, OpenCode 같은

IDE 확장 · CLI 에이전트가 워크플로우 지점마다 등장하지만, 모두 사내 vLLM 서빙 요청 경로

[S05] 하나에 붙어 동일한 Qwen 3.6 27B 백본을 공유한다는 점을 기억하시면 됩니다.

8.1 Continue.dev 예시 설정과 코딩 워크플로우 4종

Continue.dev 는 오픈소스 IDE 확장으로, YAML 한 벌만 편집하면 OpenAI 호환 API 를 노출하는

어떤 백엔드에도 붙일 수 있습니다. 사내 vLLM 이 이미 OpenAI 호환 인터페이스를 제공 [S05]

하므로, 별도의 어댑터나 프록시 없이 최소 설정으로 IDE 통합이 성립합니다. 8.1 절에서는 (a)

그 예시 설정 YAML 을 인용 블록 한 개로 소개하고, (b) 그 위에서 돌아가는 네 개의 대표 워크

플로우 — 코드 리뷰, 리팩터링, 테스트 생성, 마이그레이션 — 를 산문으로 서술한 다음, (c) 사

내 파일럿 우선순위 매트릭스로 정리해 드립니다.

여기서 강조하고 싶은 표현 하나가 있습니다. 아래 YAML 은 "실습 튜토리얼" 이 아니라 "참조용

예시 설정" 입니다. 사내에서 vLLM 서빙 요청 경로 주소, API 키 정책, 팀별 completionOptions

는 조직마다 달라지므로, 이 예시는 항목 목록과 권장 파라미터 값을 확인하는 용도로만 사용하

시고, 실제 배포 시에는 사내 표준 설정과 조합해 다시 검증하시길 권장합니다.

8.1.1 Continue.dev 예시 설정 (인용 YAML 1블록)

Continue.dev 는 models  항목에 여러 개의 모델 프로필을 나열해 채팅용, 자동완성용, 편집용을

각각 다른 파라미터로 운용할 수 있습니다. 아래 예시는 사내 vLLM 서빙에서 노출한 Qwen 3.6

27B 를 채팅 및 편집용 프로필로 등록하는 최소 형태입니다. apiBase  는 사내 사설망 (VPC 또는

클러스터 내부 서비스) 이 되며, 외부로 나가지 않습니다.

models:

  - title: Qwen 3.6 27B (thinking)

    provider: openai

    apiBase: http://vllm.internal:8000/v1
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    apiKey: EMPTY

    model: Qwen/Qwen3.6-27B

    completionOptions:

      temperature: 0.6

      topP: 0.95

      topK: 20

      maxTokens: 32768

이 예시에서 눈여겨볼 항목은 세 가지입니다.

첫째, provider: openai  는 Continue.dev 가 OpenAI API 규약을 그대로 따르겠다는 뜻이며, vLLM

서버가 노출하는 /v1/chat/completions  서빙 요청 경로와 짝을 이룹니다 [S05]. 즉, Continue.dev

는 vLLM 을 "OpenAI 호환 서버" 로 취급할 뿐이라, 사내 인증 (예: mTLS, 사내 SSO 프록시) 은

vLLM 앞단 리버스 프록시에서 처리하시면 됩니다. apiKey: EMPTY  는 vLLM 이 별도의 키 검사를

하지 않는 경우의 상용구입니다.

둘째, completionOptions  의 네 값 — temperature 0.6, topP 0.95, topK 20, maxTokens 32768 —

은 Qwen 팀이 모델 카드에서 권장하는 샘플링 파라미터 [S02] 그대로입니다. 특히 thinking 모

드 (모델이 <think>  블록을 먼저 출력하고 그 뒤에 답변을 잇는 방식) 에서는 temperature 를

지나치게 낮추면 사유 사슬이 조기 종료되어 오답 확률이 오히려 올라간다는 관측이 있어,

Qwen 팀의 권장값을 임의로 낮추지 않는 편이 안전합니다.

셋째, maxTokens: 32768  은 응답 한 번의 상한이며, 모델 자체 컨텍스트 (네이티브 262,144 토큰

[S02]) 와는 별개입니다. 코드 리뷰나 리팩터링처럼 긴 응답이 필요한 워크플로우에서는 32K 상

한을 유지하되, 자동완성 프로필은 별도로 두어 maxTokens 를 훨씬 작게 (예: 512~1024) 잡는

편이 지연 시간에 유리합니다. 아래 표는 위 네 파라미터의 정의와 실무적 함의를 정리한 것입

니다.

파라미터 값 정의 실무적 함의

temperature 0.6 다음 토큰 확률 분포의

평탄화 정도

Qwen 권장값 [S02]. 낮

추면 thinking 사슬이

조기 종료됨

topP 0.95 누적 확률 상위 P 만 후

보 유지

다양성과 안정성 균형

점

topK 20 후보 토큰 개수 상한 코드 생성에서 무관한

후보 배제

maxTokens 32768 응답 1회의 토큰 상한 응답 총량 상한. 컨텍스

트 상한과 별개

Continue.dev 를 포함해 Aider · Cline · OpenCode 어느 IDE 확장을 쓰더라도, 위 네 값은 Qwen

3.6 27B 를 백본으로 삼는 이상 기본 참조점으로 유지하시길 권장합니다. 파라미터를 팀별로 다

르게 조정하고 싶다면, 프로필 자체를 복제해 title 만 바꿔 여러 개 등록하는 방식이 유지보수에

유리합니다.
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8.1.2 코딩 워크플로우 4종 (리뷰 · 리팩터 · 테스트 · 마이그레이션)

같은 백본 위에서 IDE 확장을 달리 선택하면, 각 워크플로우가 요구하는 상호작용 패턴에 맞춘

특화가 가능합니다. 아래는 커뮤니티에서 재현 가능성이 확인된 조합 [S07] [S08] 을 중심으로,

코드 리뷰 · 리팩터링 · 테스트 생성 · 마이그레이션 네 워크플로우를 살펴봅니다.

첫째, 코드 리뷰 워크플로우입니다. Aider (CLI 기반 짝 프로그래밍 도구) 는 git diff 결과와 커밋

이력을 프롬프트에 자연스럽게 포함시키는 흐름이 강점이라 코드 리뷰에 잘 맞습니다. 리뷰 요

청을 받으면 대상 커밋 · PR 을 diff 단위로 잘라 Qwen 3.6 27B 에 보내고, 모델은 thinking 모드

에서 변경 의도와 부작용을 먼저 정리한 뒤 항목별 리뷰 의견을 반환합니다. 5장 워크로드 매트

릭스에서 언급된 "PR 리드타임 40% 단축" 은 이 워크플로우가 가장 큰 지분을 차지합니다. 특히

SWE-bench Verified 77.2 [S01] 라는 성적이 상용 프론티어와 겨루는 수준이라, 코드 리뷰 판단

력에서 실무적 신뢰가 성립합니다.

둘째, 리팩터링 워크플로우입니다. Cline 은 계획 (Plan) 과 실행 (Act) 을 명시적으로 분리하는

IDE 확장으로, 대규모 리팩터링처럼 여러 파일을 걸쳐 순차 편집이 필요한 잡에 특히 잘 맞습니

다. Plan 단계에서 모델이 대상 파일 목록, 변경 순서, 롤백 지점을 먼저 문서화하고, 사용자가 승

인하면 Act 단계에서 파일별 편집을 실행합니다. thinking 모드가 활성화된 Qwen 3.6 27B 는

Plan 단계의 품질이 특히 좋아, 승인 게이트에서 반려 확률을 낮춥니다.

셋째, 테스트 생성 워크플로우입니다. OpenCode 는 도구 호출 파서 (tool call parser) 로 qwen3_

coder  계열을 사용해, 모델이 파일 열기 · 테스트 실행 · 실패 원인 파악 같은 다단계 도구 호출을

안정적으로 이어가도록 설계되어 있습니다 [S08]. 테스트 생성 워크플로우에서는 대상 함수의

시그니처와 근처 호출부, 그리고 프로젝트 안의 기존 테스트 패턴을 함께 넣어 주면, 모델이 새

테스트 파일을 만든 뒤 실행해 실패 여부를 자체 검증하는 흐름을 반복합니다. Dzombak 이 공

개한 dual RTX 3090 + vLLM Docker Compose + OpenCode 조합은 이 워크플로우의 재현 레

퍼런스로 자주 인용됩니다 [S07].

넷째, 마이그레이션 워크플로우입니다. 프레임워크 버전 업, 언어 표준 승격, 사내 SDK 교체 같

은 마이그레이션은 파일 수가 많고 변경 패턴이 반복된다는 특징이 있습니다. Aider 의 search-

and-replace FIM 모드 (뒤에서 상세히 다룹니다) 는 이런 반복 편집을 파일 단위로 안전하게 적

용하는 데 유리합니다. 모델이 편집 후보 위치를 찾은 뒤, 삭제 블록과 삽입 블록을 명시적으로

표기해 diff 로 되돌릴 수 있는 형태로 반환하므로, 리뷰어가 사후 검증하기 좋습니다.

네 워크플로우를 사내 파일럿에 옮길 때는 우선순위를 나눠 접근하시길 권장합니다. 아래 매트

릭스는 그 초안입니다.

워크플로우 대표 IDE 확장/에이전

트

사내 파일럿 우선순위 근거

코드 리뷰 Aider 1순위 SWE-bench Verified

77.2 [S01], PR 리드타

임 단축 효과 큼

리팩터링 Cline (Plan/Act) 2순위 thinking 모드 Plan 품

질 우수 [S02]
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워크플로우 대표 IDE 확장/에이전

트

사내 파일럿 우선순위 근거

테스트 생성 OpenCode ( qwen3_co

der  도구 호출 파서)

3순위 Dzombak 재현 레퍼런

스 존재 [S07] [S08]

마이그레이션 Aider (search-replace

FIM)

4순위 반복 패턴 편집에 유리,

후속 검증 용이

1 · 2 순위를 먼저 사내 백엔드 팀 5~10 인 규모로 4~6 주 파일럿하고, 그 결과를 근거로 3 · 4

순위로 확장하는 흐름이 위험을 낮춥니다. 파일럿에서는 vLLM 서빙 처리량, thinking 모드 사슬

길이, 그리고 모델이 잘못 편집한 파일의 롤백 시간을 세 축으로 측정하시길 권장합니다.

8.2 FIM 자동완성과 대규모 리포 컨텍스트 관리

편집기 안에서 커서가 놓인 지점을 채워 주는 자동완성은 코딩 백본의 만족도를 좌우하는 두 번

째 축입니다. Qwen 3.6 27B 는 FIM (Fill-in-the-Middle) 을 학습 단계에서 지원하도록 설계되어

[S02], IDE 확장이 요청하는 두 가지 계열의 자동완성 모두에 대응합니다. 8.2 절에서는 (a) chat-

FIM 과 search-and-replace FIM 의 실무 차이를 정리하고, (b) 네이티브 262,144 토큰 컨텍스트

를 실제 코드베이스 규모에서 소화하는 4단계 컨텍스트 관리 전략을 다룹니다.

8.2.1 chat-FIM vs search-and-replace FIM

FIM 은 문맥의 앞부분과 뒷부분을 모두 보고 그 사이 (middle) 를 채우는 자동완성 방식입니다.

IDE 확장이 이 원리를 구현하는 방식은 크게 두 갈래로 나뉩니다.

첫째, chat-FIM 방식입니다. Continue.dev 의 탭 자동완성이 이 계열의 표준으로 자리 잡았으며

[S05], 커서 앞뒤 텍스트를 특별 토큰으로 감싸 chat completion 요청 하나로 보냅니다. 응답이

완성될 코드 한 조각으로 곧바로 돌아오므로, 표시 지연이 짧고 편집기 통합이 단순하다는 장점

이 있습니다. 반면 편집 후보 위치를 여러 곳에 동시에 적용하거나, 이미 있는 코드를 대체하는

잡에는 취약합니다. 즉, "지금 커서 위치의 다음 몇 줄" 을 채우는 자동완성에 자연스러운 방식

입니다.

둘째, search-and-replace FIM 방식입니다. Aider 가 대표적으로 채택한 방식으로, 모델이 "이 블

록을 찾아 이 블록으로 바꿔 달라" 는 형식의 편집 지시를 명시적으로 반환하도록 프롬프트합니

다. 응답 한 번에 여러 파일에 걸친 편집 후보를 담을 수 있고, diff 로 되돌리기 쉽다는 장점이

있어 편집 잡 (특히 리팩터링과 마이그레이션) 에 유리합니다. 반면 응답 한 번의 프롬프트 오버

헤드가 커지고, 실시간 탭 자동완성처럼 즉시 반영되는 상호작용에는 어울리지 않습니다.

두 방식의 선택 기준은 "지금 하는 작업이 이어 쓰기인가, 바꿔 쓰기인가" 로 정리하면 대체로

맞습니다. 사내 파일럿에서는 두 방식을 동시에 열어 두고 팀별 사용 비율을 관측하시길 권장합

니다.
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FIM 방식 강점 대표 IDE 조합 어울리는 잡

chat-FIM 저지연, 통합 단순 Continue.dev 탭 자동

완성 [S05]

이어 쓰기, 커서 지점

완성

search-and-replace

FIM

다중 파일 편집, diff 검

증

Aider [S07] 리팩터링, 마이그레이

션

같은 Qwen 3.6 27B 백본이 두 방식 모두를 지원하므로, 어느 쪽을 택하든 모델을 갈아 끼울 필

요는 없습니다. 두 방식 모두 IDE 확장이 요청하는 스타일에 맞춰 vLLM 이 프롬프트 템플릿을

자동으로 정렬합니다 [S05].

8.2.2 262K 대규모 리포 컨텍스트 관리 전략

네이티브 262,144 토큰 [S02] 이라는 컨텍스트는 실제 코드베이스에 붙였을 때 힘을 발휘합니

다. 다만 262K 를 "한 번에 모두 밀어 넣는" 방식은 지연 시간과 GPU 메모리 관점에서 대부분의

경우 최선이 아닙니다. 커뮤니티에서 재현 가능성이 확인된 방식은 4단계 계층으로 컨텍스트를

좁혀 가는 흐름 [S05] [S07] 입니다.

첫 단계는 심볼 인덱싱입니다. tree-sitter 로 리포지토리 전체의 함수 · 클래스 · 타입 심볼을 사

전 인덱싱해 두고, IDE 확장이 요청을 보낼 때 커서 지점과 관련된 심볼만 걸러 냅니다. 이 단계

는 모델을 부르지 않는 결정적 필터이므로 지연 시간이 짧고 결과가 재현 가능합니다.

두 번째 단계는 RAG 병용입니다. 심볼로 좁힌 파일 후보에 대해 Qwen3-Embedding (임베딩) +

Qwen3-Reranker (리랭커) 쌍 [S09] 을 사용해 의미적으로 유사한 상위 파일만 남깁니다. 한국어

주석과 한국어 커밋 메시지가 섞인 사내 리포에서는 KURE-v1 을 임베더로 대체할 수 있으며, 라

우팅 규칙은 4장에서 다룬 조합을 그대로 사용하시면 됩니다.

세 번째 단계는 thinking 모드로 파일 우선순위를 재판단하는 것입니다. 상위 후보 파일 목록과

함께 "지금 잡의 의도" 를 모델에 넘기면, thinking 사슬이 파일 간 의존 관계와 잡의 목적을 종

합해 실제로 읽을 파일 순서를 결정합니다. 이 단계는 262K 컨텍스트 안에서 "무엇을 먼저 읽고

무엇을 나중에 읽을지" 를 모델 스스로 정하도록 위임하는 셈이며, 상용 프론티어급 GPQA /

SWE-bench 점수 [S01] 가 이 판단력의 근거가 됩니다.

네 번째 단계는 speculative decoding 입니다. 사양이 더 작은 Qwen 3.6 4B 를 draft 모델로 두

어 확률이 높은 다음 토큰을 미리 생성하고, 27B 백본이 이를 검증 · 확정하는 방식입니다. 커뮤

니티 실측치는 최대 2.56× 가속으로 보고되지만, 사내 GPU 조합과 배치 크기에 따라 편차가 큽

니다 [S05]. 이 값은 부록 C 의 [확인필요]  항목으로 두어, 사내 파일럿에서 자체 실측한 결과로

대체하시길 권장합니다.
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그림. 262K 컨텍스트를 소화하는 4단계 계층 — 심볼 인덱싱 → RAG 병용 → thinking 모드 우
선순위 판단 → speculative decoding.

아래 매트릭스는 4단계 계층과 도구, 예상 성능을 요약한 것입니다.

계층 목적 대표 도구 예상 성능

심볼 인덱싱 결정적 후보 축소 tree-sitter ms 급 지연, 재현 가능

RAG 병용 의미 유사도 필터 Qwen3-Embedding +

Reranker [S09]

상위 후보 상위 20~50

파일

thinking 판단 읽기 순서 결정 Qwen 3.6 27B thinking

모드 [S02]

잡 목적 반영

speculative decoding 가속 Qwen 3.6 4B draft 최대 2.56× (실측 [확인

필요] )

이 4단계 계층은 절대적인 정답이 아니라 커뮤니티가 수렴한 참조 형태입니다. 사내 리포지토리

규모와 GPU 조합에 따라 단계 순서를 바꾸거나 일부 단계를 생략하는 조정이 필요할 수 있으니,

파일럿 단계에서 각 계층의 개별 기여도를 A/B 형태로 측정해 두시길 권장합니다. 8장의 예시

설정과 워크플로우 매트릭스는 그 파일럿의 출발점으로 삼기 좋도록 정리했습니다. 이어지는 9

장에서는 IDE 통합을 넘어 사내 지식검색과 에이전트 오케스트레이션까지 백본 하나로 이어붙

이는 사례를 다룹니다.
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9장: 기술적 우위 요약과 도입 결론

앞선 여덟 개 장에서 살펴본 사실을 한 자리에 모으면, Qwen 3.6 27B 를 둘러싼 판단 재료가 세

가지 우위 축과 하나의 재확인 프레임으로 정리됩니다. 여러분이 이 마지막 장을 덮는 순간에는

"우리 조직이 지금 채택 조건 위에 서 있는가" 라는 질문에 예/아니오/조건부 중 하나로 답할 수

있어야 하고, 그 답이 이후의 실측 계획으로 자연스럽게 이어져야 합니다. 그래서 이 장은 새 정

보를 더하지 않습니다. 대신 흩어져 있던 근거를 압축하고, 3장에서 세운 채택 조건 프레임이 6

장 성능·5장 워크로드·7장 스택 검증을 거친 뒤에도 그대로 유지되는지 최종 점검하며, 부록 C

로 넘어갈 후속 실측 과제 여섯 가지를 명시적으로 걸어 둡니다. 결론은 조건부입니다. 즉, "규제

·워크로드·인프라·팀" 이라는 네 가지 조건이 활성화된 조직에서만 즉시 PoC 진입이 정당화된다

는 뜻입니다.

9.1 3대 우위 축 요약과 채택 조건 재확인

이 절은 백서 전체를 관통하는 세 개의 우위 축을 한 문장으로 압축하고, 그 축이 3장에서 세운

채택 조건 프레임과 어떻게 맞물리는지 다시 확인하는 자리입니다. 성능·라이선스·완결형 플랫

폼이라는 세 축은 각각 독립된 장점이 아니라, 특정 조건이 활성화될 때에만 유효한 도구입니다.

우위 축 하나만으로는 도입 근거가 되지 않고, 우위 축이 조직 조건과 결합되는 지점을 짚어야

판단이 완결됩니다. 그 결합 지점을 근거 장 번호와 함께 명시하는 것이 이 절의 핵심 목적입니

다.

9.1.1 3대 우위 축 요약과 근거 장 연결

첫 번째 축은 성능 우위입니다. Qwen 3.6 27B 는 27B 규모의 dense 아키텍처로 SWE-bench

Verified 77.2점, Terminal-Bench 2.0 59.3점, GPQA Diamond 87.8점을 기록했습니다 [S01]. 이

수치는 상용 프론티어인 Claude Sonnet 4.5 급 코딩 성능이 27B dense 오픈웨이트에서 처음 확

인된 사건이라는 점에서 의미를 가집니다. Sonnet 4.6 (79.6) 에는 2점 뒤지지만, 3자 리더보드에

서 확인되는 입력 단가 격차 (Sonnet 4.6 $3.00/M vs Qwen $0.60/M, OpenRouter 기준) 를 고려

하면 성능 대비 비용 좌표가 크게 다릅니다 [S03]. 근거 장은 6장 (성능 설명) 과 7장 (RAG·멀티

모달·임베딩 스택) 입니다. 6장에서 벤치마크 좌표와 해석 주의사항 (HumanEval/MBPP 오염 이

슈, EN→KO 5~15점 격차) 을 다뤘고, 7장에서 임베딩·리랭커·비전 성능이 코딩 지표와 다른 축

으로 검증되는 과정을 정리했습니다. 성능 축이 유효한 조건은 "코딩·수학·에이전트 워크로드 비

중이 조직 전체 AI 사용의 40% 이상이거나, 262K context 를 실제로 소비하는 긴 문서 워크로드

가 존재한다" 는 것입니다. 이 조건이 충족되지 않으면 성능 우위는 서류상의 숫자로만 남습니

다.

두 번째 축은 Apache 2.0 라이선스 우위입니다. Qwen 3.6 27B 는 Apache 2.0 로 배포되며, 재

배포·파인튜닝 산출물의 상업적 소유권이 도입 조직에 귀속됩니다 [S01][S02]. 이 라이선스 조합

이 실제로 의미를 갖는 지점은 개인정보보호법의 국외 이전 제한과 금융권·공공의 망분리 요구

가 겹치는 국내 규제 지형입니다. 상용 API 를 국외 서버에 호출하는 것이 사실상 차단되는 환경

에서, 온프렘 오픈웨이트는 대안이 아니라 유일한 경로가 됩니다. 근거 장은 1장 (모델 개요와

포지셔닝) 과 2장입니다. 1장에서 Apache 2.0 조항이 파생물 재배포·상업 이용에 부여하는 자유
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도를 다뤘고, 2장에서 라이선스가 규제 정합성·감사 가능성과 어떻게 맞물리는지 정리했습니다.

라이선스 축이 유효한 조건은 "데이터 국외 이전 제한 규제 (개인정보보호법·망분리) 중 하나 이

상이 실제로 적용되는가" 입니다. 규제 압력이 없는 워크로드라면 라이선스 우위는 이론적 이점

에 머뭅니다.

세 번째 축은 완결형 사내 플랫폼 스택 우위입니다. Qwen 계열은 LLM (Qwen 3.6 27B), 임베딩

(Qwen3-Embedding-8B, MTEB 70.58), 리랭커 (Qwen3-Reranker-8B, 69.02), 멀티모달 (27B 자체

비전 입력, MMMU 82.9, AndroidWorld 70.3) 을 단일 벤더 스택으로 제공합니다 [S09][S10]. 한

국어 임베딩은 KURE-v1 을 페어로 쓰는 라우팅이 실무 표준이며 (한국어 쿼리 → KURE-v1 →

Qwen3-Reranker, 영어 쿼리 → Qwen3-Embedding → Qwen3-Reranker), Milvus 를 벡터 저장소

로 두는 조합이 공식 튜토리얼에서 검증됩니다 [S10]. 여기에 에이전트 프레임워크

(Continue.dev · Cline · Aider · OpenCode · Kilo Code · Cursor) 가 vLLM ≥ 0.19.0 또는 SGLang

≥ 0.5.10 위에서 동작하며, --reasoning-parser qwen3  와 --tool-call-parser qwen3_coder  조합으로

툴 호출까지 단일 서빙 스택에서 처리됩니다 [S05]. 근거 장은 7장 (에이전트 시너지) 과 8장 (코

딩 워크로드 활용) 입니다. 완결형 축이 유효한 조건은 "사내에 GPU 인프라를 운영할 팀이 존재

하고, 임베딩·리랭커·비전 컴포넌트를 각각 별도 벤더에서 조달하는 대신 하나의 계보로 묶고 싶

다" 는 것입니다. GPU 운영 팀이 없거나 단일 워크로드만 필요한 조직이라면 완결형 우위는 과

잉 스펙입니다.

그림. 3대 우위 축과 활성화 조건의 결합 매트릭스

9.1.2 3장 채택 조건 프레임 재확인과 최종 판정 지도

3장에서 세운 채택 조건 프레임은 규모·워크로드·인프라·팀·규제 다섯 축이었고, 규모 축은 워크

로드·규제 축의 경제성 판단에 흡수되므로 여기서는 규제·워크로드·인프라·팀 네 축을 재검증합

니다. 규제 조건 (데이터 레지던시·망분리), 워크로드 조건 (코딩·수학·문서 요약·RAG 검색 등 온

프렘이 실질적 이득을 주는 업무), 인프라 조건 (양자화별 VRAM 요건과 실제 보유 GPU 의 일

치), 팀 조건 (vLLM/SGLang 운영·모니터링·파인튜닝 역량) 입니다. 이 프레임을 4장·5장·7장 근거

기업과 공공기관을 위한 sLLM Qwen 3.6 27B 모델

2026-07-05 48 / 57 msap.ai

https://msap.ai


로 재검증하면 각 축이 여전히 유효한지, 아니면 다른 축으로 흡수·재편되어야 하는지 판정할 수

있습니다.

규제 축 재검증. 5장에서 다룬 개인정보보호법 국외 이전 제한과 금융권·공공 망분리 요건은

2026년 현재에도 그대로 유지됩니다. 오히려 국내 공공 조달이 온프렘 셀프호스팅을 요구하는

실무 표준이 굳어지고 있어, 규제 축의 판정 기준은 완화가 아니라 강화 방향입니다. 상용 API

국외 호출로 대체 가능한 워크로드가 조직 내에 얼마나 되는지를 실측해야 하며, "규제 압력이

없다" 는 판정은 대개 워크로드 세분화 없이 내려진 오해일 확률이 높습니다.

워크로드 축 재검증. 5장에서 제시한 즉시 도입 후보 (사내 지식검색 RAG, 계약서·규정 요약, 콜

센터 상담 보조, 코드 리뷰 자동화, 보안 감사 로그 분석, 공문서 초안 생성, 민원 응대) 는 6장 성

능 수치와 정합합니다. 262K context 는 계약서·규정 요약 워크로드에서 검토 시간 60% 단축이

라는 실무 지표와 결합되고, SWE-bench 77.2 는 코드 리뷰 자동화·PR 리드타임 40% 단축이라

는 지표와 결합됩니다 [S11]. 다만 이 지표들은 3자 사례와 자체 워크로드가 다르다는 전제 아래

에서만 유효합니다. 조직 자체 KMMLU·HAERAE 실측이 확보되기 전까지는 워크로드 축은 "가능

성이 확인된 상태" 로만 판정하는 것이 안전합니다.

인프라 축 재검증. 4장에서 다룬 양자화별 VRAM 표 (BF16 55.6GB · FP8 28GB · Q6_K GGUF

22.5GB · Q4_K_M GGUF 16.8GB · AWQ-INT4 15GB) 는 4장의 실제 서빙 커맨드 ( vllm serve Qwe

n/Qwen3.6-27B --port 8000 --tensor-parallel-size 8 --max-model-len 262144 ) 와 7장 dual RTX 3090 커

뮤니티 레퍼런스로 재확인됐습니다 [S05][S07]. AMD ROCm Day-0 지원까지 확보되어 있어,

GPU 벤더 선택지가 NVIDIA 단일 조달에 갇히지 않는다는 근거도 [S12] 에서 확인됩니다. 인프

라 축은 프레임 그대로 유지되며, 오히려 선택지가 넓어졌습니다.

팀 축 재검증. 7장 에이전트 시너지에서 다룬 Continue.dev · Cline · Aider · OpenCode 조합은

vLLM/SGLang 서빙 위에서 tool call parser 를 통해 동작합니다. 이 스택은 팀의 학습 곡선이 있

으며, 파인튜닝 (QLoRA · full-finetune) 비용 실측이 부록 C 로 미뤄져 있다는 점이 팀 축 판정에

영향을 줍니다. 팀 축은 "vLLM/SGLang 운영 경험이 축적된 팀이 존재하거나, 학습 곡선을 감내

할 6개월 이상의 리드타임을 확보한 조직" 으로 재정의됩니다.

네 축을 종합하면 최종 판정 지도는 세 가지 상태로 나뉩니다. 즉시 PoC 진입 정당화 는 네 축이

모두 활성화된 경우로, 규제 압력·명확한 워크로드·GPU 자원·운영 팀이 갖춰진 조직입니다. 조건

부 PoC 대기 는 네 축 중 세 축이 활성화되고 한 축 (주로 팀 축) 이 학습 곡선 대기 중인 경우입

니다. 채택 조건 미충족 은 두 축 이상이 비활성인 경우로, 상용 API 대안이 더 합리적인 조직입

니다. 여러분의 조직이 이 세 상태 중 어디에 위치하는지를 6장 성능·5장 워크로드·7장 스택 근

거 위에서 최종 판정하는 것이 이 절의 결론입니다.

9.2 후속 실측 과제와 도입 결론

우위 축과 채택 조건 프레임이 정리됐다고 해서 백서가 모든 것을 답한 것은 아닙니다. 국내 조

직이 자체 워크로드 위에서 재검증해야 할 여섯 가지 실측 과제가 남아 있으며, 이 과제들은 부

록 C 확인필요 항목으로 이어집니다. 실측 과제를 명시적으로 나열하는 이유는 두 가지입니다.

첫째, 백서가 다루지 못한 한계를 투명하게 드러내기 위해서입니다. 둘째, 조직이 PoC 에 진입할

때 우선 검증해야 할 항목의 우선순위를 미리 걸어 두기 위해서입니다.
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9.2.1 후속 실측 과제 (부록 C 연결)

부록 C 확인필요 항목 여섯 가지는 백서 발간 시점에 공식 자료·3자 사례·커뮤니티 재현 실험 어

느 쪽에서도 확정 수치가 확보되지 않은 항목입니다. 각 항목은 자체 실측이 필요한 근본 이유

와 검증 방법을 함께 제시합니다.

첫 번째, Qwen 3.6 27B 자체 KMMLU · HAERAE 실측. Qwen3 시리즈 기준 KMMLU 60.04 라

는 참고 수치가 있으나, Qwen 3.6 27B 자체 실측치는 공식 발표에도 3자 사례에도 없습니다

[S01]. EN 벤치 점수 (SWE-bench 77.2, GPQA 87.8) 로 KO 성능을 추정하는 것은 Qwen 계열에

서 확인되는 EN→KO 5~15점 격차 때문에 위험합니다. 검증 방법은 HAERAE-HUB/KMMLU 벤치

스크립트를 vLLM 서빙 위에서 실행하고, HAERAE 별도 실측을 병행하는 것입니다. 예상 리소스

는 4× A100 80GB · 24시간 · 1인 엔지니어입니다.

두 번째, 이전 세대 Qwen3.5 대비 세부 벤치마크. Qwen 3.6 27B 는 397B MoE Qwen 3.5 를 특

정 지표 (SWE-bench Verified 77.2 vs 76.2, Terminal-Bench 59.3 vs 52.5, SkillsBench 48.2 vs

30.0) 에서 앞선 것으로 공식 발표됐지만, GPQA · AIME · HMMT · MMMU · AndroidWorld 는

Qwen3.5 측 점수가 확인필요  로 남아 있습니다 [S01]. Qwen3.5 를 이미 운영 중인 조직이 3.6

으로 이행할 때 정량 비교가 어렵다는 뜻입니다. 검증 방법은 사내 워크로드 대표 프롬프트

100~200건을 두 모델에 동일하게 흘려 A/B 비교하는 것입니다.

세 번째, HF 다운로드 · GitHub 스타 지표. 공개 지표는 커뮤니티 채택 곡선의 대리 변수로만 유

효합니다. 백서 발간 직전 (2026년 8월 예상) 시점의 스냅샷을 부록 C 에 최종 반영해야 하며, 그

사이의 증가율을 함께 기록하는 것이 표본 신뢰도를 높입니다.

네 번째, 국내 공공 조달 · 사기업 도입 공개 사례. Heyneo 케이스 스터디에서 언급된 EU 공공섹

터·금융·헬스케어 채택 흐름 [S11] 은 참고 신호이지만, 국내 사례는 백서 발간 직전 SI · CSP · 대

기업 R&D 조직 인터뷰를 병행해 확보해야 합니다. 특정 조직명·시점을 지정하지 않고, "국내 도

입 공개 사례 부재" 라는 사실만 보고하는 것이 현재 시점의 정직한 서술입니다.

다섯 번째, speculative decoding draft 실측 throughput. Qwen 3.6 4B 를 draft 모델로 두는

speculative decoding 이 2.56× 가속을 이론적으로 제공한다고 알려져 있으나, 실측 throughput

은 워크로드 특성 (프롬프트 길이 분포·top-p 설정·배치 크기) 에 크게 좌우됩니다. 검증 방법은

vLLM speculative 모드에서 사내 워크로드 트래픽을 재현해 24시간 이상 관측하는 것입니다.

여섯 번째, 파인튜닝 (QLoRA · full-finetune) 비용 실측. Unsloth 튜토리얼 [S08] 이 QLoRA 절

차와 VRAM 요구량을 제공하지만, 국내 조직의 데이터 규모·품질 수준에서 QLoRA 만으로 충분

한지 full-finetune 이 필요한지는 워크로드별 재판단이 필요합니다. GPU 시간·라벨링 비용·A/B

평가 리소스를 모두 포함한 총 비용을 추정하는 것이 검증 방법입니다.
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그림. 부록 C 확인필요 항목 6종 × 검증 방법 × 예상 리소스

9.2.2 도입 결론과 채택 조건 재확인

여덟 개 장에 걸쳐 확인한 사실을 최종 결론으로 압축하면 다음과 같습니다. Qwen 3.6 27B 는

27B dense 오픈웨이트가 상용 프론티어 코딩·수학·에이전트 지표에 근접한 최초 사례입니다

[S01]. Apache 2.0 라이선스, 262K native context, 멀티모달 단일 체크포인트, Qwen3-

Embedding·Reranker 페어로 이어지는 완결형 스택, vLLM/SGLang 위 tool call parser 지원,

AMD ROCm Day-0 대응까지 갖춰져 있어, 온프렘 오픈웨이트 표준을 갈아 끼울 만한 재료가 한

자리에 모여 있습니다 [S02][S05][S12]. 이 사실은 여러분의 조직이 이 모델을 즉시 도입해야 한

다는 뜻이 아닙니다. 도입 정당화는 3장 채택 조건 프레임의 네 축 — 규제·워크로드·인프라·팀

— 이 활성화된 조직에 한정됩니다.

네 축이 모두 활성화된 조직이라면, PoC 진입은 지연할 이유가 없습니다. 이유는 세 가지입니다.

첫째, 성능 지표가 프론티어에 근접한 수준으로 확인됐습니다. 둘째, 라이선스 조건이 재배포·파

생물 소유권 면에서 명확합니다. 셋째, 완결형 스택이 단일 벤더 계보로 묶여 있어 도입 후 컴포

넌트 조합 재검토 부담이 낮습니다. 반면 세 축만 활성화된 조직 (특히 팀 축 학습 곡선이 긴 경

우) 은 부록 C 실측 과제 여섯 가지 중 첫 번째 (KMMLU/HAERAE) 와 다섯 번째 (speculative

decoding) 를 자체 검증한 뒤 진입 판단을 재확인하는 편이 안전합니다. 두 축 이상이 비활성인

조직이라면, 상용 API 대안이 총소유비용 측면에서 더 합리적일 확률이 높습니다.

여러분이 마지막 페이지에서 다시 한 번 되짚어야 할 프레임은 단순합니다. "우리 조직은 지금

채택 조건 위에 서 있는가." 이 질문의 답이 "그렇다" 라면 백서에서 다룬 SWE-bench 77.2 ·

Terminal-Bench 59.3 · GPQA 87.8 이라는 성능 좌표와 Apache 2.0 · 262K context 라는 라이선

스·아키텍처 좌표가 곧 여러분의 판단 근거가 됩니다 [S01][S02]. 답이 "부분적으로 그렇다" 라면

부록 C 여섯 가지 실측 과제가 판단 재료를 채워 줄 자리를 명시해 두었습니다. 답이 "아직 아니

다" 라면 이 백서는 상용 API 를 대안으로 유지할 근거를 확인시켜 준 결과가 됩니다. 세 갈래 답
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모두에서 백서의 목적은 동일합니다. 조직이 자체 조건 위에서 스스로 판정하도록 돕는 것입니

다.

덧붙여, 이 백서 결론과 별개로 사내 완결형 스택 구성 시 참조 조합 예시가 필요한 조직이라면,

LLM 서빙 (vLLM/SGLang) · 임베딩 (Qwen3-Embedding 8B, 한국어는 KURE-v1) · 리랭커

(Qwen3-Reranker 8B) · 벡터 저장소 (Milvus) · 에이전트 프레임워크 (Continue.dev · Cline ·

Aider · OpenCode) 를 하나의 계보로 묶는 참조 조합이 여러 실무 레퍼런스에 이미 정리되어 있

습니다 [S09][S10]. 이러한 참조 조합을 국내 사내 플랫폼 문맥에서 구성할 때 MSAP.ai · AINP 를

조합 후보 중 하나로 검토해 볼 수 있으며, 이는 백서 결론과 별개로 여러분의 조직이 자체 실측

과제와 결합해 판단할 사안입니다.
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Appendix B. Glossary

용어 정의

Apache 2.0 재배포·수정·상용 사용·특허 사용 네 가지를 명시

적으로 허용하는 오픈소스 라이선스. 파인튜닝 산

출물의 소유권이 도입 기관에 남는다

dense 모델 모든 파라미터가 매 토큰마다 활성화되는 신경망

구조. Mixture-of-Experts 와 달리 총 파라미터 =

활성 파라미터

Mixture-of-Experts (전문가 혼합, MoE) 총 파라미터 중 일부 전문가 서브네트워크만 매

토큰마다 활성화되는 구조. 총 파라미터는 크지만

활성 파라미터는 작다

thinking 모드 응답 앞머리에 <think>  로 감싼 사고 흔적 블록

을 노출하는 Qwen 3.6 27B 의 기본 동작 모드. e

nable_thinking=false  로 비활성 가능

YaRN (Yet another RoPE extensioN) rotary position embedding 을 확장해 컨텍스트

길이를 늘리는 스케일링 기법. static · dynamic 두

방식이 있으며 vLLM/SGLang 은 static YaRN 만

지원

RAG (Retrieval-Augmented Generation, 검색 증

강 생성)

외부 지식 기반에서 관련 문서를 검색해 LLM 응

답을 보강하는 패턴. 임베딩 + 리랭커 + 생성기 3

단 구성이 표준

MTEB (Massive Text Embedding Benchmark) 텍스트 임베딩 모델의 종합 성능을 다국어·다태스

크로 측정하는 표준 리더보드

VLM (Vision-Language Model, 시각 언어 모델) 이미지와 텍스트를 동시에 입력받아 처리하는 멀

티모달 모델. Qwen 3.6 27B 는 자체 비전 입력을

지원해 별도 VLM 컴포넌트가 불필요

MMMU Massive Multi-discipline Multimodal

Understanding — 대학 수준의 멀티모달 이해 벤

치마크

SWE-bench Verified 실제 GitHub 이슈·PR 을 기반으로 코드 수정 능력

을 측정하는 벤치마크. Verified 는 사람이 검수한

서브셋

Terminal-Bench 2.0 셸·터미널 조작 능력을 측정하는 에이전트 벤치마

크

GPQA Diamond Graduate-level Physics/Chemistry/Biology Q&A

— 대학원 수준의 과학 지식 벤치마크. Diamond
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용어 정의

는 최고 난이도 서브셋

AIME American Invitational Mathematics Examination

— 미국 경시 수학 대회 문제 기반 벤치마크

KMMLU Korean Massive Multitask Language

Understanding — HAERAE 팀이 구축한 한국어

지식 벤치마크

HAERAE 한국어 LLM 평가 벤치마크 계열. KMMLU ·

HAERAE-Bench 등을 포함

FIM (Fill-in-the-Middle) 코드 자동완성의 학습 목표. 커서 앞뒤 텍스트를

특별 토큰으로 감싸 중간을 채우도록 학습

PoC (Proof of Concept, 도입 타당성 검증) 본격 도입 전 제한된 범위에서 기술적·경제적 타

당성을 확인하는 사전 검증 단계

TCO (Total Cost of Ownership, 총소유비용) 초기 도입비 · 운영비 · 감사 인프라 · 인력 · 마이

그레이션 비용까지 포함한 총비용

CSP (Cloud Service Provider) 클라우드 서비스 사업자. 국내는 KT Cloud · NHN

Cloud · NAVER Cloud 등이 대표적

양자화 (Quantization) 모델 가중치의 수치 표현을 낮은 정밀도(예: FP8 ·

Q4 · Q6)로 압축해 VRAM 사용량과 추론 지연을

함께 줄이는 기법

GGUF llama.cpp 계열이 채택한 양자화 모델 배포 포맷.

Q4_K_M · Q6_K 등 양자화 등급을 지정

Q4_K_M 4비트 양자화 GGUF 등급 중 소비자 GPU 환경의

실무 표준으로 지목되는 계열. Qwen 3.6 27B 기

준 약 16.8GB

speculative decoding 작은 draft 모델이 다음 토큰을 미리 생성하고 큰

백본이 검증·확정하는 추론 가속 기법. Qwen 3.6

4B + 27B 조합에서 최대 2.56× 가속 보고

chat-FIM chat completion 요청으로 커서 앞뒤 텍스트를 감

싸 자동완성을 얻는 방식. Continue.dev 탭 자동

완성이 표준

search-and-replace FIM 편집기 안의 특정 코드 조각을 찾아 치환하는 자

동완성 방식. Aider 계열이 채택

tool call parser vLLM 이 모델 응답에서 함수 호출(function

calling) 포맷을 파싱하는 옵션. --tool-call-parser 

qwen3_coder  가 Qwen 계열 표준
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용어 정의

reasoning parser vLLM 이 thinking 모드의 <think>  블록을 응답

본문과 분리해 파싱하는 옵션. --reasoning-parser 

qwen3

tensor parallelism 단일 모델의 레이어 가중치를 여러 GPU 에 나눠

병렬 추론하는 기법. tp=4  는 4장 GPU 로 분산

KURE-v1 국내에서 개발된 한국어 특화 임베딩 모델.

Qwen3-Embedding 과 라우팅해 한국어 쿼리 정

확도를 보강

Continue.dev OpenAI 호환 API 를 노출하는 백엔드에 최소 설

정으로 붙는 오픈소스 IDE 확장. 자체 vLLM 서빙

요청 경로 통합에 사용

Aider CLI 기반 짝 프로그래밍 도구. git diff · 커밋 이력

을 프롬프트에 포함시켜 코드 리뷰에 강점

Cline Plan/Act 두 모드로 동작하는 IDE 코딩 에이전트.

thinking 모드 Plan 품질이 우수

OpenCode 오픈소스 IDE 통합 코딩 에이전트. dual RTX 3090

+ vLLM Docker Compose 커뮤니티 레시피의 표

준 조합

Milvus 오픈소스 벡터 데이터베이스. Qwen 팀과 함께 공

식 RAG 튜토리얼을 공개

vLLM 프로덕션 서빙 목적의 오픈소스 LLM 추론 런타임.

OpenAI 호환 API 를 제공

SGLang vLLM 과 함께 프로덕션 서빙의 양대 오픈소스 런

타임. Qwen 3.6 27B 는 SGLang ≥ 0.5.10 이상에

서 tool call parser 지원

LiteLLM OpenAI 호환 라우터. 사내 4400 포트에서

gemma-4-26b · gpt-oss-20b · Qwen 3.6 27B 등

을 중계

Hermes 사내 에이전트 프레임워크. LiteLLM 을 통해 다중

백엔드 모델을 라우팅하며 context_length ·

tool_use_enforcement 를 설정

MSAP.ai · AINP 사내 LLM 플랫폼 조합 후보. LLM 서빙 · 임베딩 ·

리랭커 · 벡터 저장소 · 에이전트 프레임워크를 하

나의 계보로 묶는 국내 참조 조합

망분리 업무망과 인터넷망을 물리적으로 분리해 외부

API 호출을 차단하는 국내 규제 요건. 전자금융감
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용어 정의

독규정 · 국가정보 보안 지침의 핵심 조항

데이터 레지던시 (Data Residency) 데이터가 특정 물리 국경·조직 경계 내에만 저장·

처리되어야 한다는 규제 요건. 금융·헬스케어·EU

공공섹터에서 강하게 요구

EMR (Electronic Medical Record, 전자의무기록) 병원에서 진료 기록을 전자적으로 축적한 기록 체

계. 임상 노트 요약 워크로드의 원본 데이터

SIEM (Security Information and Event

Management)

보안 정보 · 이벤트 로그를 수집·분석하는 통합 관

제 시스템. 자연어 질의 기반 로그 분석 워크로드

의 원본 소스

QLoRA Quantized Low-Rank Adaptation — 양자화 상태

에서 LoRA 어댑터만 학습하는 저비용 파인튜닝

기법
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